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Wstep

W klasycznych metodach statystycznych obiekty podlegajace badaniu charakteryzowane sg za
pomoca cech obserwowanych w ustalonym momencie czasu. W prezentowanej rozprawie za-
ktada¢ bedziemy, ze obiekty charakteryzowane sa za pomoca zmiennych funkcjonalnych. Czym
sg zmienne funkcjonalne? Zmienna funkcjonalna X jest zmienng losows przyjmujaca wartosci
w pewnej przestrzeni funkcjonalnej E. Zbior danych funkcjonalnych jest proba {Xi,..., X, }
(oznaczana rowniez przez {X;(t),..., X,(t)}, jesli jest to wygodne) pobrana z rozkltadu zmien-
nej funkcjonalnej X. Termin dane funkcjonalne pojawit sie po raz pierwszy w pracy Ramsaya i
Dalzella (1991). W dalszym ciagu zaktadac¢ bedziemy, ze F jest przestrzenia Hilberta wszystkich
funkcji catkowalnych z kwadratem na pewnym przedziale [a, b], tj przestrzenia Lo([a, b]).

W tym przypadku dane funkcjonalne moga byé reprezentowane w postaci
X(t) =Y apn(t),
b=0

gdzie p,(t) sa znanymi, ustalonymi funkcjami ortonormalnymi lub inaczej elementami ortonor-
malnej bazy {0, 1, ... }. Zauwazmy, ze reprezentacja funkcji za pomoca nieskoriczonego szeregu
ortonormalnego wymaga znajomosci nieskonczonej liczby wspotezynnikéw c¢,. Niestety nikt z
nas nie potrafi radzi¢ sobie z nieskoniczong liczba wspotczynnikow. W zwigzku z tym do aprok-
symacji funckji X (¢) wykorzystuje sie uciety (skoriczony) szereg ortonormalny, zwany inaczej

suma czesciowa, postaci

Xp(t) =Y _cpu(t) = cop(t) = ¢'(t)e.
b=0

Parametr B, bedacy liczba naturalna, nazywa sie punktem uciecia. Zazwyczaj tylko niewielka
liczba wspotezynnikéw rozwiniecia jest istotna, a wszystkie pozostale sa mato znaczace. Pro-
wadzi to do istotnej redukeji danych.

Z grubsza rzecz biorac, gtéwny problem statystyczny polega na optymalnym wyborze punktu
uciecia B oraz optymalnym oszacowaniu wspotczynnikow c¢;,. Problemom tym jest poswiecony
Rozdziat 1 tej rozprawy.

W tym miejscu mozna postawi¢ naturalne pytanie: czy w rzeczywistosci istniejg dane funk-

cjonalne? Pytanie to ma istotne znaczenie, gdyz w praktyce wartosci obserwowanego procesu
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Wstep 3

losowego X (t) sa zawsze rejestrowane w dyskretnych momentach czasu ty,ts, ..., t;, rzadziej
lub gesciej rozmieszczonych w przedziale zmiennosci argumentu ¢. Tak wiec ostatecznie mamy
zawsze do czynienia z szeregiem czasowym {x(t1), x(t2), ..., z(t;)} lub inaczej z wysokowymia-
rowym wektorem obserwacji. Istnieja jednakze liczne powody, by szeregi takie modelowaé jako
elementy przestrzeni funkcjonalnej, poniewaz dane funkcjonalne maja wiele zalet w poréwnaniu
z innymi sposobami reprezentowania szeregéw czasowych.

Po pierwsze, tatwo radza sobie z problemem brakujacych obserwacji, nieuniknionym pro-
blemem w wielu dziedzinach badan. Niestety, wickszos¢ metod analizy danych wymaga kom-
pletnych szeregéw czasowych. Jednym z rozwiazan jest po prostu usuniecie szeregu czasowego
majacego brakujace wartosci ze zbioru danych, ale dzialanie takie moze prowadzi¢, i na ogot
prowadzi, do utraty informacji. Inna mozliwos¢, to postuzenie sie jedng z wielu metod statystycz-
nych predykcji brakujacych danych, ale wowczas wyniki beda zalezaly od metody interpolacji.
W przeciwienstwie do tego typu dziatan, w przypadku danych funkcjonalnych, problem bra-
kujacych obserwacji jest rozwiazany poprzez wyrazenie szeregdw czasowych w postaci zbioru
krzywych ciggtych.

Po drugie, dane funkcjonalne w sposoéb naturalny zachowuja strukture obserwacji, tj. zacho-
wuja zalezno$¢ czasowa obserwacji i biora pod uwage informacje o kazdym pomiarze.

Po trzecie, momenty obserwacji nie musza by¢ réwnomiernie rozmieszczone w poszczegol-
nych szeregach czasowych.

Po czwarte, dane funkcjonalne unikajg ,,przekleristwa” nadmiernej wymiarowosci. Gdy caltko-
wita liczba punktéw czasowych, w ktorych dokonuje sie obserwacji przekracza liczbe rozpatry-
wanych szeregéw czasowych, wickszo$¢ metod statystycznych nie daje zadowalajacych wynikow
ze wzgledu na przeparametryzowanie. Aby uniknaé tego problemu, najczesciej stosuje sie tech-
niki redukcji wymiaru, takie jak analiza skladowych gtéwnych. Jednakze w tym przypadku
pewne informacje o strukturze przestrzennej i czasowej danych moga zosta¢ utracone. W przy-
padku danych funkcjonalnych mozna uniknaé¢ tego problemu, poniewaz szeregi czasowe zostaja
zastgpione zbiorem krzywych cigglych niezaleznych od catkowitej liczby punktéw czasowych,
w ktorych dokonuje si¢ obserwacji.

Chociaz prace dotyczace danych funkcjonalnych pojawialty sie juz wczesniej, to za symbo-
liczny moment startu metod statystycznych dla danych funkcjonalnych nalezy przyja¢ ukazanie
sie monografii Ramsaya i Silvermana (1997), monografii skierowanej do szerokiego kregu od-
biorcow i z przewaga zagadnien praktycznych nad teorig. Uzupelnieniem tej pieknej monografii
o dalsze aspekty praktyczne byta ksiazka Ramsaya i Silvermana (2002). W roku 2005 ukazato
sie wydanie drugie monografii z roku 1997. Wydanie to pociagneto za soba prawdziwy wysyp
prac zwiagzanych z funkcjonalng analizg danych. Kolejnymi znaczacymi pozycjami w dziedzinie
analizowania danych funkcjonalnych byty ksiazki: Clarkson i inni (2005), Ferraty i Vieu (2006)
— ksigzka o nastawieniu teoretycznym, Bosq i Blanke (2007), Dabo-Niang i Ferraty (2008),



Wstep 4

Ramsay i inni (2009) oraz Ferraty i Romain (Eds) (2011). Najnowsza pozycja uzupelniajaca
literature dotyczaca danych funkcjonalnych jest ksiazka Horvatha i Kokoszki (2012). Zawiera
ona wywazong mieszanke aspektow teoretycznych i praktycznych funkcjonalnej analizy danych.

Wiérod prac przegladowych dotyczacych tej tematyki wymieni¢ nalezy nastepujace prace:
Rice (2004), Muller (2005), Gonzalez-Manteiga i Vieu (2011) — zawiera ona bogata bibliografie,
Delsol i inni (2011), Febrero-Bande i Oviedo de la Fuente (2012) oraz Cuevas (2014).

Wisréd wielu metod statystycznych skonstruowanych dla danych funkcjonalnych poczesne
miejsce zajmuja trzy metody okreslane wspolnym mianem - metody redukcji wymiaru. Sg to:
analiza sktadowych gléwnych, analiza zmiennych dyskryminacyjnych oraz analiza korelacji i
zmiennych kanonicznych. Klasyczne wersje tych metod zakladaja, ze rozpatrywane obiekty
charakteryzowane sg wieloma cechami. Tymczasem, w przypadku danych funkcjonalnych, do-
tychczas istniejgce prace przyjmuja, ze obiekty charakteryzowane sa za pomoca jednowymiaro-
wych danych funkcjonalnych. Jest tu widoczna rozbieznosé miedzy zatozeniami w przypadku
metod klasycznych i metod dla danych funkcjonalnych. W celu usuniecia tej rozbieznosci, w
prezentowanej rozprawie, skonstruowane zostaly metody redukeji wymiaru dla wielowymiaro-
wych danych funkcjonalnych. Metody te opisane sa w Rozdziatach 2—4. Rozdzial 5 zawiera

konkretne przyktady stosowania tych metod.
Podziekowania

Sktadam serdeczne podzickowania Panu Profesorowi Mirostawowi Krzysce oraz Panu Doktorowi
Tomaszowi Goreckiemu za okazang zyczliwosé, opieke naukows oraz wskazéwki udzielone mi

podczas pisania pracy, ktore w istotny sposob przyczynity sie do ulepszenia niniejszej rozprawy.



Rozdzial 1
Dane funkcjonalne

We wstepie powiedzieliSmy, ze jednostki statystyczne podlegajace badaniu beda charakteryzo-
wane za pomocg wielu cech mierzonych w wielu momentach czasowych, tj. beda charakteryzo-
wane ze pomoca szeregéw czasowych. PowiedzieliSmy réwniez, ze z wielu wzgledow dogodniej
jest reprezentowaé szeregi czasowe za pomoca funkcji cigglych okreslonych na pewnym prze-
dziale. Pokazemy teraz sposob przejscia od szeregu czasowego do funkcji ciagte;j.

Niech z; oznacza zaobserwowang warto$¢ cechy X w j-tym momencie czasowym t;, gdzie
Jj = 1,2,...,J. Wowczas dane te skladaja si¢ z J par (t;,z;). Takie dane dyskretne mozna
wygtadzi¢ za pomoca pewnej funkcji ciaglej x(t), gdzie t € [ oraz I jest zbiorem spojnym
takim, ze t; € I, dla j =1, ..., J (Ramsay i Silverman (2005)). Zal6zmy, ze funkcje z(¢) mozna
przedstawi¢ jako kombinacje liniows skoriczonej liczby B + 1 ortonormalnych funkcji bazowych

w nastepujacej postaci:

B
z(t) = cppp(t), tel, (1.1)
b=0
gdzie {pp} jest uktadem ortonormalnych funkcji bazowych, a ¢, c1, ..., cp sa wspotczynnikami,

ktore podlegaja estymacji.
Przypomnijmy, ze w przestrzeni Hilberta Lo(I) funkcji calkowalnych z kwadratem zbior
funkeji {pp} jest nazywany ortonormalnym, wtedy i tylko wtedy gdy iloczyn skalarny dowolnych

dwoch funkeji z tej przestrzeni jest rowny:

< pilt)pi() >= [ pilpsBdt = 5,

gdzie §;; jest delta Kroneckera (d;; = 1, gdy i@ = j oraz 0 poza tym). Najczesciej wybieranymi
uktadami funkcji bazowych sa bazy Fouriera oraz Legendre’a. Baza Fouriera zdefiniowana jest

w nastepujacy sposob:
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0 2 2kt
=4/ = cos

P2k T T )
gdziet € [0,T],k=1,2,....

Natomiast baza wielomianoéw Legendre’a na przestrzeni Lo([—1, 1]) jest zdefiniowana naste-

pujaco:
_ 12k + 1
Pk(I) = 9 pk(SC),
gdzie .
Pra(T) = k—+1[(2k + Dapi(z) — kpr—1(z)], k>1,

W przypadku bazy Legendre’a ograniczenie sie do przestrzeni Ls([—1,1]) nie powoduje utraty
ogolnosei, gdyz kazdy skoriczony przedzial [a,b] mozna przeksztalcié na przedziat [—1,1] za

pomoca przeksztalcenia:

. 2 t_b+a
b—ua b—a’

t € la,b)], x e [-1,1].

W pracy Gorecki i Krzysko (2012a) pokazano, ze baza Fouriera prowadzi do minimalnej liczby
wyrazoéw rozwiniecia funkcji w szereg, co jest cecha nadzwyczaj pozadana. Np. baza Legen-
dre’a prowadzi czestokro¢ do liczby wyrazow dziesieciokrotnie wiekszej do bazy Fouriera. Stad
rekomendowany jest wybor bazy Fouriera.

Niech £ = (z1,x9,...,2)" bedzie wektorem obserwacji, ¢ = (co,cy,...,cp) nieznanych
wspolezynnikow oraz ®(t) macierza wymiaru J x (B + 1), ktorej elementami sa wartosci or-
tonormlanych funkeji bazowych ¢y(t;) w kolejnych punktach czasowych ¢;, b =0,1,....B,j =
1,2,...,J. Wektor ¢ = (co,...,cg) w wyrazeniu (1.1) jest estymowany metoda najmniejszych

kwadratow, w ten sposéb aby minimalizowaé funkcje:
S(c) = (x — ®(t)c) (x — ®(t)c).

Rozniczkujac funkcje S(e) wzgledem ¢, otrzymujemy estymator najmniejszych kwadratow po-
staci:

e= (D)D) ().

Estymacja wektora ¢ metoda najmniejszych kwadratoéw jest w tej tematyce powszechnie stoso-
wana, poczynajac od monografii Ramsaya i Silvermana (2005) i koniczac na pracy przegladowej
Cuevasa (2014). W pracy Gorecki, Krzysko, Wotyriski (2015) poréwnane zostaly trzy typy
estymacji wektora e: klasyczna metoda najmniejszych kwadratéw, metoda oparta na funk-
cji logistycznej oraz metoda bazujaca na tzw. lokalnej wygtadzarce liniowej wykorzystujacej
funkcje jadrowe. Szczegdlnym przypadkiem ostatniej metody jest jadrowy estymator Nadarayi-

Watsona. Okazalo sie, ze klasyczna metoda najmniejszych kwadratow i funkcja logistyczna daja
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poréwnywalne wyniki, nieco gorsze wyniki daje wygltadzarka liniowa, a estymator Nadarayi-
Watsona jest zdecydowanie najgorszy. W $wietle tych badan uzycie estymatora najmniejszych
kwadratow jest uprawnione.

Zatozmy, ze mamy n niezaleznych zbiorow {(t;1, ), ..., (tis, zis)}, i = 1,...,n. Kazdy z tych

zbioréw z osobna mozna wygtadzi¢ za pomoca pewnej funkcji cigglej postaci:

B;
SL’Z(t) = Zéib@b(t)a 1=1,...,n, tel
b=0

Otrzymamy wowczas n wartoéci B;,i = 1,2, ...,n. Doboér optymalnej wartosci B; i wspoélnej
wartosci B omowiono w Podrozdziale 2.3. Dalej zaklada¢ bedziemy, ze funkcja ciagla x;(t)

wygladzajaca zbior {(t;1,xi1), ..., (tis, x;7)} ma nastepujaca postac:

B
zi(t) = Cunpn(t), i=1,..,n, tel. (1.2)
b=0

W dotychczasowych pracach dotyczacej tematyki analizy danych, obiekty sa scharaktery-
zowane za pomoca tylko i wylacznie jednej cechy obserwowanej w wielu momentach czaso-
wych (wielowymiarowos¢ ze wzgledu na czas). Nasze dalsze rozwazania uogélnimy teraz na
przypadek p > 2 cech. Wowczas dane skladajg sie z n niezaleznych funkcji wektorowych
z;(t) = (xa(t), xia(t), ..., zip(t)), i = 1, ..., n, przy czym skladowe z;(t) sa klasycznymi danymi
funkcjonalnymi postaci (1.2). Zbiér danych {z;(t),...,2,(t)} nazywa si¢ zbiorem wielozmien-
nych danych funkcjonalnych.

Zatozmy, ze d-ta sktadowa funkcji wektorowej x(t) moze byé¢ reprezentowana za pomoca

skoniczonej liczby ortonormalnych funkcji bazowych y:

By
LL’d(t) = chb@b(t)a te I, d= 1,2, ...,p,
b=0

gdzie cg sa zmiennymi losowymi takimi, ze E(cg) = 0, Var(cgp) < oo, d = 1,2,...,p,b =
0, ..., Bg. Niech

/
C = (Clo, <5 C1Byy «++5 CpOy o vy Cpo)

bedzie wektorem wspotczynnikéow podlegajacych estymacji metoda najmnieszych kwadratow,

natomiast
<ij1 (t) 0 o 0
0 Lo(t) ... 0o
®(1) = @, (1) (1.3)
0’ o . <p’Bp (t)

macierza, ktorej elementami sa  ortonormalne  funkcje  bazowe, przy czym

¢p,(t) = (vo(t),...,o5,(t)) jest wektorem ortonormalnych funkcji bazowych odpowiadajacym
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d-tej sktadowej funkeji wektorowej z(t), d = 1,...,p, oraz K = By + By + ... + B,. Wowczas

funkcje wektorowa x(t) mozemy zapisa¢ rownowaznie w nastepujacej postaci:

z(t) = ®(t)c, tel, E(e) =0. (1.4)



Rozdzial 2

Skladowe gléwne dla wielozmiennych

danych funkcjonalnych

2.1 Klasyczne skladowe gléwne

Metoda sktadowych gltéwnych jest jedna z najbardziej popularnych metod redukcji wymiaru
danych, opisanych za pomoca duzej liczby skorelowanych zmiennych. W tym celu dane pier-
wotne (oryginalne) przeksztalca sie w nowy zbiér zmiennych, tzw. sktadowych gtownych, tak
aby nowe zmienne mialy maksymalng wariancje i byty ze soba nieskorelowane. Pozwala to m.in.
na przedstawienie danych wielowymiarowych na plaszczyznie (plaszczyzna dwoch pierwszych
sktadowych gtownych), zaobserwowanie obiektow podobnych czy tez odstajacych. Sktadowe
glowne zostaly zaproponowane przez Pearsona (1901), a nastepnie rozwiniete przez Hotellinga
(1936). Ponizej omoéwimy ich konstrukcje.

Niech X = (X3, Xo,...,X,) € RP bedzie p-wymiarowym wektorem losowym z zerowym
wektorem wartosci oczekiwanych g = 0 i nieujemnie okre$lona macierza kowariancji ¥. W
pierwszym kroku szukamy unormowanej kombinacji liniowej U = w1 X7 + ueXo + ... +up, X, =
X, v'u=1u=(u,..,u,) € RP, skladowych wektora X, maksymalizujacej wariancje nowej
zmiennej U, tzn. szukamy takiego wektora u € RP, aby:

A = max Var(U) = max Var(u'X) = maxu’ Var(X)u = maxu'Yu, (2.1)

ucRP u€eRP ucRP u€eRP

przy dodatkowym warunku ograniczajacym

uu =1, u=(ug,..,u,) €RP.

Stosujac metode mnoznikéw Lagrange’a i rozwiazujac rownanie macierzowe

(2 — )\11;,,)’11,1 = 0, u’lul = 1,
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znajdujemy wektor 4y, ktory maskymalizuje wyrazenie (2.1), tzn.
A1 = max Var(U) = Var(U;) = v Zuy, (2.2)
ucRP
przy dodatkowym warunku ograniczajacym
u’lul = 1, U = (UH, ...,ulp)/ € RP.

Unormowana kombinacja liniowa Uy = w11 X1 +u12Xo+...+u1, X, = u) X, gdzie u; € RP jest
unormowanym wektorem wlasnym macierzy ¥ odpowiadajacym najwiekszej wartosci wlasnej
A1, nazywa sie pierwszg sktadowa gtowng wektora X.

Nastepnie tworzymy druga unormowana kombinacje liniowa U; = u4X, majaca maksy-
malng wariancje (maskymalizacja wyrazenia (2.1)), ktéra nie jest skorelowana z pierwsza skta-
dowa gtowna U, tzn. Cov(Uy, Us) = 0. Warto$¢é Ay oraz wektor us € RP znajdujemy analo-
gicznie jak powyzej korzystajac z metody mnoznikow Lagrange’a. Unormowana kombinacja
linfowa Uy = ug1 Xy + ugeXo + ... + ug, X, = u4X, ujus = 1,us € RP, spelniajaca warunek
Cov(Uy,Uy) = 0, gdzie us jest unormowanym wektorem wtasnym macierzy ¥ odpowiadajacym
drugiej (najwiekszej) wartosci wlasnej Ao, A\; > Ao, nazywa sie druga sktadowa glowna wektora
X.

Taki proces tworzenia kolejnych zmiennych mozemy kontynuowaé¢ k razy, (kK < p). Dla
(k + 1)-szej sktadowej glownej ponownie tworzymy unormowang kombinacje liniowa Uy, =
u), X, up € RP, majaca maksymalng wariancje (maskymalizacja wyrazenia (2.1)), ktéra nie
jest skorelowana z k pierwszymi sktadowymi gtownymi U, k = 1, ..., k, tzn. Cov(U,,,U,,) = 0
dla ky # Ko Warto$é A\py; oraz wektor ugp,; € RP znajdujemy analogicznie jak poprzed-
nio korzystajac z metody mnoznikéw Lagrange’a. Unormowana kombinacja liniowa U, =
k1,1 X1 + Ui g1,2X2 + ...+ Upy1pXp = u) 1 X, spetniajaca warunek Cov(Uy,, Us,) = 0yx,x,, gdzie
U1 jest unormowanym wektorem wlasnym macierzy ¥ odpowiadajacym (k + 1)-szej wartosci
wlasnej A\gi1, A1 > ... > Apy1, nazywa sie (k + 1)-sza sktadows gtowna wektora X.

W praktyce macierz ¥ nie jest znana i estymujemy ja na podstawie n niezaleznych realizacji

Zq,Zo, ....,x, wektora losowego X. Estymator macierzy X jest postaci:
1 n
~S (@ - 2) (@ — 2.
i=1

W przypadku, gdy obserwacje te sa scentrowane (tzn. £ = 0), estymator ten mozemy zapisa¢

3

W postaci:
1& ,
—Z :rl,...,xn)(:rl,...,xn).
i=1

3

Rozwiazujac rOwnanie |2 — M »| = 0 otrzymamy oszacowania p wartosci wlasnych 5\1, e j\p.
Odpowiadajace im  wektory wlasne ui,...,u, otrzymujemy 2z ukladu réwnan
(f] — XIp)ﬁk = 0,k = 1,...,p. Sktadowe glowne Uy, otrzymane z proby sa wowczas postaci

A~

Uik = '&;xl,z = 1,2, ...,n,k = 1,2, P
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2.2 Skladowe glowne dla wielozmiennych danych funkcjo-

nalnych

Pionierska praca dotyczaca analizy sktadowych gtéwnych dla jednowymiarowych danych funk-
cjonalnych w przestrzeni Lo jest praca Dauxois, Pousse i Romain (1982). Prace Besse i Ramsay
(1986) oraz Besse (1988) dotycza konstrukeji sktadowych gtownych dla jednowymiarowych da-
nych funkcjonalnych w przestrzeni funkcjonalnej H™, w ktorej zaktada si¢ istnienie m — 1
absolutnie cigglych pochodnych i catkowalnos¢ z kwadratem m-tej pochodnej, m > 1. Kolejna
praca zwiazang z funkcjonalng analiza sktadowych gléwnych, o ktorej warto wspomnieé, jest
praca Ramsaya i Dalzella (1991). W pracy tej po raz pierwszy pojawia sie termin ,dane funkcjo-
nalne”. W juz dojrzatej formie konstrukcja sktadowych gtéwnych dla jednowymiarowych danych
funkcjonalnych przedstawiona jest w monografiach Ramsaya i Silvermana (1997, 2002, 2005).

Wkladem osrodka poznanskiego do tej tematyki sa prace Goreckiego i Krzyski (2012a,
2012b) oraz Krzyski i innych (2013). W pierwszej z nich zbadano dobor bazy i liczby jej elemen-
tow w procesie aproksymacji szeregéw czasowych funkcjami ciagtymi. W drugiej z nich przed-
stawiono wersje jadrowa funkcjonalnych sktadowych gtéwnych (sktadowe gtowne nieliniowe), a
trzecia jest opisem wykorzystania funkcjonalnych sktadowych gtéownych w doswiadczalnictwie
rolniczym.

W dotychczasowych pracach, badane obiekty byly charakteryzowane tylko i wytacznie za
pomoca jednej cechy obserwowanej dynamicznie (wielowymiarowosé ze wzgledu na czas). Opi-
sem bardziej spojnym z klasyczna analiza sktadowych gltownych jest opis badanych obiektow
za pomoca wielu cech obserwowanych w wielu momentach czasowych (dane podwojnie wielo-
wymiarowe).

Dane funkcjonalne wygodnie jest traktowaé jako realizacje x;(t) pewnego procesu stocha-
stycznego X (t) z ciaglym parametrem czasu t € I, gdzie funkcje z;(t) sa postaci (1.1). Uogol-
nimy teraz nasze rozwazania na przypadek wielowymiarowych danych funkcjonalnych @;(t)
bedacych realizacjami wektorowego procesu stochastycznego X(t) € Lo(IP). Wykorzystujac
fakt, ze funkcja wektorowa x(t) jest postaci (1.4), proces stochastyczny X (¢) mozna zapisa¢ w
postaci X (t) = ®(t)e, gdzie E(e¢) = 0. W analizie sktadowych gtownych dla wielozmiennych

danych funkcjonalnych interesuje nas znalezienie unormowanego iloczynu sklarnego
U=<u(t),X(t) >= / o' (DX (),
I

majacego maksymalna wariancje dla wszystkich u(t) takich, ze u(t) € Lo(I7), < u(t),u(t) >=
Niech
A= sup Var(<u(t),X(t) >) = Var(< uy(t), X (t) >),

u(t)€La(I7)
gdzie < uy(t),uy(t) >= 1. lloczyn skalarny U; =< u,(t), X (t) > nazywa si¢ pierwsza funkcjo-

nalna sktadowa glowna procesu X (), a funkcja wektorowa u;(t) pierwsza wektorowa funkcja
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wagowa. Wyrazenie (A1, u(t)) nazywaé¢ bedziemy pierwszym uktadem gléwnym procesu loso-
wego X ().

Analogicznie szukamy drugiej funkcjonalnej sktadowej gtownej Uy =< uo(t), X (t) > maksy-
malizujacej wyrazenie Var(< u(t), X (t) >) takiej, ze < uq(t),us(t) >= 11 ktora nie jest skore-
lowana z pierwsza funkcjonalng sktadowa gtéwna Uy, tzn. spelnia warunek < u(t),us(t) >= 0.
Wyrazenie (A9, us(t)) nazywaé bedziemy drugim ukladem gléwnym procesu X (t).

W dalszym ciagu zaktadaé¢ bedziemy, ze X () ma postac¢ (1.4). Mozna takze zatozy¢ (Ramsay
i Silverman (2005)), ze wektorowa funkcja wagowa u(t) i proces losowy X (t) leza w tej samej

przestrzeni, tzn. funkcja u(t) moze zosta¢ zapisana w nastepujacej postaci:

gdzie u € RE+P. Wéwezas
<u(t),X(t) >=< ®(t)u,®B(t)c >=u' < B(t),®(t) >c =uIx,,c=1'c,
przy czym
E(<u(t),X(t) >) =u'E(c) =40 =0,
Var(< u(t), X (t) >) = v E(ec' )u = v'Zu.

Rozwazmy pierwsza funkcjonalna sktadowa gtowna procesu losowego X (¢):

M= sup  Var(<u(t),X(t) >) = Var(< ui (£), X (1) >), (2.3)

w(t)ELa (IP)
gdzie < uy(t),u(t) >= 1.
W ogoélnosci k-ta funkcjonalna sktadowa glowna U, =< u(t), X () > spelnia warunki:

A= sup  Var(<u(t),X(t) >) = Var(< u(t), X (t) >),

u(t)eLa (I7)
gdzie
< wp(t), w(t) >= { LE=4
0,k #1.
Wyrazenie (A, ux(t)) nazywaé bedziemy k-tym uktadem gléwnym procesu X ().
Zdefiniujmy teraz sktadowe glowne dla wektora losowego ¢. Oto6z k-ta sktadowa glowna

U =< uy,c > wektora losowego ¢ spetnia nastepujacy warunek:

v = sup Var(<u,e>)= sup o' Var(c)u= sup u'Xu=u}Suy,
ucRE+p ucRE+p ueRK+p

przy dodatkowym warunku ograniczajacym

” k=1,
u =
T 0k £
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gdzie k,l =1,..., K, K = By + ... + B,. Wyrazenie (7, u;) nazywa¢ bedziemy k-tym ukladem
gltownym wektora c.

Wyrazenie (2.3) jest rownowazne wyrazeniu

71 = sup Var(<u,e>)= sup u' Var(c)u =u Xu; = )\,
ucREK+p wcRE+p
gdzie uju; = 1. Oczywiscie jest to definicja pierwszej sktadowej glownej wektora losowego ¢. Z
drugiej strony, jezeli zaczniemy rozwazania od pierwszego ukladu gtéwnego wektora losowego
¢ zdefiniowanego przez (v;,u;), otrzymamy pierwszy uklad gléwny procesu losowego X (t) z
réwnan:
At =1, uy(t) = ®(t)ur.

Mozemy rozszerzy¢ nasze rozwazania na drugi uktad gtéwny i kolejne.

Wyznaczanie klasycznych sktadowych gléwnych dla wektoréow losowych zostato opisane w
Podrozdziale 2.1. Udowodnilismy zatem twierdzenie, ktore moéwi, ze analiza sktadowych gtow-
nych dla wektoréow losowych jest rownowazna analizie sktadowych gtéwnych dla proceséw loso-

wych.

Twierdzenie 2.1. k-ty uklad gtowny (g, uk(t)) procesu losowego X (t) jest zalezny od k-tego

uktadu gtownego (g, uy) wektora losowego ¢ poprzez nastepujgce réwnosci:
)\k = Yk, uk(t) = <I>(t)uk, t e [,
gdziek=1,... K +p, K =B+ By + ... + B,.

Z Twierdzenia 2.1 wynika zatem, ze wystarczy znalezé k-ty uktad gtowny wektora losowego
¢, a nastepnie korzystajac ze znanej postaci macierzy ®(t) ortonormalnych funkcji bazowych,
wyznaczy¢ k-ty uklad gltéwny procesu losowego X (t). Oznacza to, ze konstrukcja sktadowych
gtownych dla procesu losowego X (t) = ®(t)c sprowadza sie w istocie do konstrukeji sktadowych
glownych dla wektora losowego ¢. Sktadowa glowna U ma bowiem postaé¢ Uy = ujc, gdzie uy
jest wektorem wlasnym macierzy kowariancji ¥ wektora losowego ¢, k = 1,2, ..., K + p.

Analiza sktadowych gtéwnych dla wektora losowego ¢ bazuje na macierzy ¥. W praktyce ma-
cierz ta nie jest znana. Estymujemy ja na podstawie n niezaleznych realizacjiz (t), 22(t), ...., 2, (t)
postaci z;(t) = ®(t)¢; procesu losowego X (t), gdzie ¢; jest scentrowanym estymatorem wektora
c,1=1,2,....n.

Niech € = (€1,€,...,¢,)". Wowczas estymator macierzy X jest nastepujacej postaci:

Jezeli n > K + p, wowczas macierz )M jest dodatnio okres§lona z prawdopodobienistwem 1.

Niech ponadto 43 > 42 > ... > 9, beda niezerowymi warto$ciami wlasnymi macierzy f], a

Uy, Uy, ..., u; odpowiadajacymi im wektorami wlasnymi, gdzie s =rzad(X).
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Wowczas k-ty uklad glowny procesu losowego X (t) wyznaczony z proby ma nastepujaca
postac:
Ae = Ae, t(t) = ®()wy,), k=1,..,s.
Stad wspotezynniki rzutu i-tej realizacji z;(t) procesu losowego X (¢) na k-ta funkcjonalna
sktadowa gtowna sa rowne:

Ui =< (1), 2;(t) >=< ®(t)iy,, ®(1)&; >= 1), < B(t), B(t) > & = Ué;,

dlat=1,2,...n.k=1,2,....s

Ostatecznie wspotezynniki rzutu i-tej realizacji ;(t) procesu losowego X (t) na plaszczy-
zne dwoch pierwszych funkcjonalnych skladowych gtownych z proby sa réwne ()¢, Uhe;),
1=1,2,...n

Prawdziwe sa nastepujace wtasnosci funkcjonalnych sktadowych gléwnych:
Witlasnoéé 2.1. Wariancje sktadowych

Niech u; bedzie wektorem wlasnym macierzy kowariancji ¥ wektora losowego ¢ w reprezen-
tacji X (t) = ®(t)c odpowiadajacym wartosci wlasnej \;, unmormowanym tak, ze wju; = 11
niech U; oznacza j-tg sktadowg gtéwng, j = 1,2,..., K + p. Wowczas

Var(U;) = ;.

Wiemy, ze U; jest postaci U; = u'e. Stad

Var(U;) = Var(ujc) = uj Var(c)u; = u;Su;.
Ale u; jest wektorem wlasnym macierzy 3. Stad (X — \;I,)u; = 0 lub réwnowaznie Yu; = Ajuy,
lub w/¥u; = A\julu; = A;, bo wiu; = 1. Poniewaz A\; > Ay > ... > Ak 4y, to skladowa gltowna
U, ma maksymalna wariancje \;, natomiast skladowa gtéwna Ug, ma minimalng wariancje
)\K-i-p'
Witlasno$é 2.2. Ortogonalnos$é i nieskorelowanie sktadowych

Sktadowe glowne Uy, Us, ..., Uk, sa wzajemnie ortogonalne, tzn. dla 7 # j
< U;,U; >= UjU; = (ue)'wjc = cuujc =0,

poniewaz wu; = 0 dla i # j.
Sktadowe gtéwne Uy, Us, ..., Uk, sa wzajemnie nieskorelowane. Wspotczynnik korelacji migdzy
sktadowymi U; = ujc oraz U; = ujic jest réwny:

Cov(U;, Uj)  wXu,

JVar(Uy) Var(U;) A

Poniewaz u, oraz u; sa wektorami wlasnymi macierzy kowariancji ¥, to Xu; = A\juy lub row-

p(U;, U;) = i,j=1,2,.. K +p,i#].

nowaznie uXu; = \uu; = 0, bo wu; = 0 dla wszystkich i # j. Zatem p(U;,U;) = 0 dla
wszystkich ¢ # j.
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Wtlasno$é 2.3. Niezmienniczosé sktadowych

Sktadowe gléwne nie sa niezmiennicze ze wzgledu na zmiane skali. Wiemy, ze k-ta sktadowa
glowna jest postaci Uy, = uje, gdzie ¢ jest wektorem losowym w reprezentacji X (t) = ®(t)e, a
uy, jest wektorem wlasnym macierzy kowariancji ¥ wektora losowego ¢. Niech d = De, gdzie D

jest macierza nieosobliwa. Wowczas
Var(d) = Var(Dc¢) = D Var(¢)D' = DD’

oraz k-ta sktadowa gléwna odpowiadajaca macierzy DEXD’ jest postaci Vi, = vid, gdzie vy jest
k-tym wektorem wlasnym macierzy DX.D’. Aby Uy, = V}, musi zaj$¢ réownosé¢ uic = v, De lub
rownowaznie uy = D'vy lub vy, = (D’) luy. Jednakze vy = (D’)luy, nie jest wektorem wtasnym
macierzy DX.D’.

Wtasno$é 2.4. Odlegtosci

Odlegtosci w przestrzeni wektorowych procesow losowych X () sa rowne odlegtosciom w

przestrzeni wektorowej wszystkich sktadowych gltéwnych, tj.
< Xi(t) — X;(t), Xi(t) — X;(t) >= (U; = U;)'(U; = Uyj),

gdzie Xl(t) = <I>(t)ci, UZ = (Uil,UiQ,...,Ui’K+p>/, Uzk = uﬁcci, 1= 1,2, ey N k = 1,2,...,K—|—p.
Mamy

oraz
(U =U;)' (Ui = U;) = (¢ — ¢;) (wrt) +uouy + ... +ugpupe, )(c —¢;) =
= (ei —¢;) (e: — ),
bo wu) +usuhy + ... +ug Uk, = Ty

Wlasnosé 2.5. Miara zmiennosci

Postugujac sie sktadowymi gltéwnymi, badacz musi zdecydowaé, ile z nich jest istotnych do
opisu konkretnych danych. Sktadowe nieistotne nalezy pomingé¢. Beda to sktadowe zwigzane z
najmniejszymi wartosciami wtasnymi macierzy kowariancji ¥ wektora losowego ¢ w reprezen-

tacji X (t) = ®(t)c. Mozemy postuzy¢ sie nastepujacymi kryteriami:
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1. Procent wariancji

Wiemy, ze k-ta sktadowa glowna jest postaci Uy = wuje, gdzie ¢ jest wektorem losowym w re-
prezentacji X (t) = ®(t)e, a uy, jest k-tym wektorem wlasnym macierzy kowariancji ¥ wektora
losowego ¢. Z wlasnosci (2.1) wynika, ze Var(Uy) = Mg, k= 1,2, ..., K + p. Stad

K+p K+p

k=1

W analizie sktadowych gléwnych oczekujemy, ze dla pewnego matego j suma A\ +Xo+...\; bedzie
bliska wyrazeniu tr(2) = A + Aa + ... A\, Jesli tak jest, to j pierwszych sktadowych gtownych
wyjasnia dobrze zmiennos$¢ procesu X (t), a pozostate sktadowe wnosza niewiele, poniewaz ich

wariancje sa mate. Wskaznik
AL+

A4+ Ak

jest procentowa miara wyjasnienia zmiennosci wektorowego procesu X (t) przez pierwszych j

- 100% (2.4)

sktadowych glownych. Jezeli wskaznik (2.3) jest rowny lub wickszy od ustalonej przez nas
wartosci, np. 80%, to pozostate sktadowe gléwne pomijamy.
2. Wartos¢ srednia z wartosci wlasnych

Pomijamy te sktadowe gléwne, ktérym odpowiadajgce wartosci wtasne sa mniejsze od Sredniej

B 1 K+p
A= —— A

K+p o

Jest to zarazem $rednia wariancja sktadowych wektora losowego ¢, poniewaz tr(X) = A\; + Ao +
o+ A 4p

3. Wykres piargowy (osypisko)

Wartosci wlasne numerujemy w porzadku malejacym. Na osi odcietych zaznaczamy numery
wartosci wlasnych, na osi rzednych zaznaczamy wielkosci wartosci whasnych i wielkosci te ta-
czymy. Uzyskany w ten sposob wykres nazywany jest wykresem piargowym lub osypiskiem.
Termin ten wprowadzil Cattell (1966). Przyktadowy wykres piargowy pokazany jest na Ry-
sunku 2.1. Pierwsze dwie wartosci wtasne istotnie réznia sie od pozostatych wykazujacych

trend liniowy o matym spadku. Sktadowe gléwne poza dwiema pierwszymi, pomijamy.
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Rysunek 2.1: Wykres piargowy.

Na zakonczenie tych rozwazan zajmijmy sie wktadem procesu X;(¢) w budowe sktadowej
glownej Uy. Sktadowa glowna U, wyznaczona jest przez wektorowa funkcje wagowa wuy(t) =
(w1 (t), uga(t), ..., ukyp(t))'. Proponujemy nastepujace rozwiazania. Sktadowa X () procesu wek-
torowego X (t) = (X1(¢), Xa(t), ..., X,(t))" ma najwickszy wklad w budowe sktadowej gtownej

Ur w chwili ¢, jezeli

| (1) = max Jug()].

XX

Niech P; bedzie polem pod modutem sktadowej wuy;(t) wektorowej funkeji wagowej, dla ¢t € I i

niech .
Pr=—21_ =12 .p (2.5)
TSP
Sktadowa X(t) procesu wektorowego X (t) = (X;(¢), Xo(t), ..., X,(t))’ ma najwickszy wkiad w

budowe sktadowej gtownej Uy, dla wszystkich ¢ € I, jezeli

P} = max [P,
1<isp
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2.3 Symulacyjny wybor liczby elementéw bazy dla wielo-

zmiennych sktadowych gltéwnych

Stopien gtadkosci kazdej funkcji z;(t) okreslonej wzorem (1.2) zalezy od wielkosci B (im mniej-
sza warto$¢ B tym wiekszy stopienn wygladzenia). W rozdziale tym poréwnamy symulacyj-
nie rézne sposoby wyboru liczby elementéw bazy B przy konstrukeji wielozmiennych skta-
dowych gléwnych. W tym cely wygenerujemy dziesie¢ proceséw losowych. Sze$¢ procesow

X;,1=1,2,3,4,5,6, w oparciu o prace Berrendero i in. (2011), postaci:
Xi(t) = =5+t5(1—1)°"5 + By +0,4B,,

Xo(t) = —5+15(1 — )55 + By +0,4B,,
Xs(t) = =5 +15(1 — )°% + B, +0,4B,,
X,(t) = (sin(27t?))® + 0,48, + B,
X3(t) = (sin(27t?))" +0,4B; + By,
Xg(t) = (sin(27t?))? +0,4B; + By,

gdzie B;(t) sa procesami Browna danymi wzorami:
1 Jt
Bi(t) = —=>_ X, i=1,2X; ~ N(0,1/25),
P =

przy czym kazdy proces Browna generowany jest osobno.
Ponadto wygenerujemy cztery procesy X;,¢ = 7,8,9,10 w oparciu o prace Ferraty i Vieu

(2003) oraz Preda i in. (2007), postaci:

Xq(t) = =5+ t5(1 — )55 + Ushs(t) + Usha(t) + 1/0, 1£(t),

Xg(t) = =5+ 5 (1 — )55 + Ushy (1) + Urha(t) + /0, 1(t),
Xo(t) = =5+ 15(1 — )55 + Unhy (t) + Urha(t) + /0, 1¢(t),
Xio(t) = =5+ 15 (1 — )°75 + Unhu(£) + Usha(t) + Usha(t) + /0, 1(t),
gdzie procesy U;, 1 = 1, 2, 3, sa generowane niezaleznie z rozktadéw normalnych postaci:

Uy NN(1/2a1/12)7 U2NN(0a1/12)a U3NN(072/3)7

natomiast (t) ~ N(0,1/5) jest bialym szumem. Funkcje h;(t),7 = 1,2,3 sa natomiast dane

wzorami:

hi(t) = (6 — [t — 11])4, ha(t) = (6 — |t = 7))+, hs(t) = (6 — [t — 15[)4.
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Przypomnijmy, ze baza Fouriera prowadzi do minimalnej liczby wyrazéw rozwiniecia funkeji
x(t) w szereg (Gorecki i Krzysko (2012a)) i taka baza bedzie wykorzystywana przy estymacji
opartej na metodzie najmniejszych kwadratow.

W eksperymencie symulacyjnym poréwnamy jak wybor kryterium informacyjnego wplywa
na wyjasnienia zmiennosci przez dwie pierwsze sktadowe glowne, tj. zweryfikujemy wartosé
ponizszego wskaznika (im wicksza warto$¢ tym wiekszy stopien wyjasnienia wariancji zmiennych

pierwtonych):
A+ Ay

AL+ Ak
Do dalszej analizy wybrano 3 kryteria informacyjne: BIC, eBIC, AIC.

- 100%. (2.6)

W pracy Shmueli (2010) przy zagadnieniach dotyczacych dopasowania modelu rekomendo-
wane jest uzyciu Bayesowkiego Kryterium Informacyjnego BIC (Schwarz (1978)), ktore jest
zdefiniowane w nastepujacy sposob:

ee InJ
BIC(z(t)) = JIn <7> +(B+1) <7> ;

gdzie e = (ey,...,e;) jest wektorem bledéw takim, ze e; = x; — S0 Gypp(ts), 7= 1,2, ..., J,
a B wyznacza liczbe elementow bazy.

W przypadku gdy przestrzen parametréow jest duza, w literaturze proponowane jest wyko-
rzystanie zmodyfikowanych wersji powyzszego kryterium BIC. Jedno z takich kryteriéw zostato
opisane w pracy Chen i Chen (2008), funkcjonujacego w literaturze jak rozszerzone kryterium
informacyjne eBIC. Kryterium to dane jest wzorem:

/

eBIC(z(t)) = J1n (%) +(B+1)(InJ + 2y In(Byas + 1)) |

gdzie B, oznacza maksymalng liczbe elementéw bazy. Do dalszej analizy mozna przyjaé, ze
v =0,5. Wowczas otrzymamy:

/

eBIC(z(t)) = J1n <e—f> +(B+1)(InJ +1(Bpas + 1)) -

Ostatnim wykorzystywanym kryterium bedzie kryterium informacyjne AIC zaproponowane
przez Akaike (1973), ktore jest zazwyczaj stosowane przy wyborze najlepszego modelu progno-
stycznego. Kryterium to jest wyrazone wzorem:

/

AIC(z(t)) = JIn (%) + 2B+ 1)

Trzy wybrane kryteria réznia sie¢ w zasadzie definicja funkcji "kary", ktora zalezy od liczby
punktéw pomiaru danego procesu i wielkosci bazy. Zauwazmy, ze uzywajac kryterium BIC

mozna wyrazi¢ dwa pozostate kryteria (eBIC oraz AIC) w jezyku BIC:

eBIC(z(t)) = BIC(z(t)) + (B + 1) In(Bae + 1),
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AIC(z(t)) = BIC(z(t)) — (B + 1)(In J — 2).

Niezaleznie od kryterium informacyjnego wykonujac n powtorzen kazdego z proceséw X;, i =
1,2,...,10, otrzymamy dla kazdego z proceséw n wartosci B;,i = 1,2, ...,n. Wsréd wszystkich
wartosci By, Bs, ..., B, jedna wartos¢ wspolna B bedziemy wybiera¢ na cztery sposoby, a miano-
wicie jako warto$¢ modalng (D), maksimum (Maz), minimum (Min) oraz érednia (X) z liczb
By, Bs, ..., B,,. Zatem tacznie bedziemy wykorzystywaé 12 roznych sposobéw wyboru parametru
B (3 kryteria, dla kazdego 4 metody wybory B).

Symulacje wykonano dla réznej dtugosci przedziatow czasowych [0, T'] (pomiary dokonywane
sa w J ustalonych punktach czasowych) oraz réznej liczby p opisujacej rozmiar wielozmiennego
procesu wektorowego. Wybralismy p = 2,3, 4,5, 10, oraz T' = 10, 50, 100, i dla kazdej pary (p, T')
wykonamy 1000 symulacji, tacznie (3 kryteria informacyna x 4 sposoby wyboru liczby elemen-
tow bazy x 3 rodzaje przedzialow czasowych x 5 réznych wymiaréw danych funkcjonalnych x
1000 powtorzen) 180000 wielozmiennych analiz sktadowych glownych, badajac ich wplyw na
wyjasnienie zmienno$ci przez dwie pierwsze funkcjonalne sktadowe gtowne, ktory jest mierzony
za pomoca wskaznika opisanego wzorem (2.6).

Ponizej przedstawiono wektorowe procesy X(t) uzyte do symulacji, w zaleznosci od ich

wymiaru p:
Lp=2:  X(t)=(X(t), X (1))
2.p=3:  X(t) = (Xy(t), Xo(t), X5(t))'
3.p=d:  X(t) = (Xi(t), Xa(t), Xs(t), X4(t))
Lop=5: X(t) = (X(t), Xot), Xs(t), Xa(t), X5(1))’
.op=10:  X(t) = (Xi(t), Xa(t), Xs(t), Xa(t), Xs(t), Xe(t), Xz(t), Xs(t), Xo(t), X10(£))’

W Tab. 2.1 przedstawiono usrednione wyniki symulacji dla miary danej wzorem (2.6), tj.

A1t+A2
>‘1+"'+)‘K+p

wyboru B) przyznajac rangi od 1, dla najmniejszej wartosci miary (2.6), do 12 dla wartosci

-100%. Dla kazdej pary (p,T') ustalono ranking (uwzgledniajacy kryterium i metode

najwickszej.

W Tab. 2.2 przedstawiono ranking przy ustalonym p dla kazdego T' z osobna. Dlap =2ip =
4 najlepsze okazalo si¢ kryterium eBIC, za§ dla p = 3 kryterium BIC, najczesciej z minimalna
liczba elementéw bazy. Dla p = 5 najwiecej razy pierwsze miejsce zajeto réwniez kryterium
BIC, tym razem ze $rednig z liczby elementéw bazy, przy czym sumarycznie najwiecej punktow
przypada na kryterium AIC z maksymalng liczba elementéw bazy. Dla p = 10 najczesciej na
pierwszym miejscu znalazlty si¢ bazy wybierane przy zastosowaniu kryterium AIC, natomiast

tym raz sumarycznie zaréwno kryterium BIC z maksymalna liczba elementéw bazy, eBIC z
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minimalng liczba elementéw bazy jak i AIC z dominantg z liczby elementéw bazy zajety ex
aequo pierwsze miejsca.

W Tab. 2.3 T byto ustalone, a rangowanie odbywato sie dla kazdego p. Najlepsze rezultaty
dla T'= 10 i T" = 100 uzyskano przy zastosowaniu kryterium BIC oraz eBIC. Natomiast dla
T = 50 zblizone w rankingu sa kryteria eBIC oraz AIC.

Przyjrzyjmy sie dalej tylko trzem pierwszym miejscom ("podium”) dla kazdego p. W Tab. 2.4
(gora) przedstawiono liczbe wystapieni trzech piewszych miejsc z podzialem na poszczegolne
kryteria informacyjne. Dalej zaprezentowano (w kolumnie "Suma”) ile razy dane kryterium
wystapito na "podium” (tj. zajeto pierwsze, drugie lub t trzecie miejsce miejsce). Aby uwzglednié
wage poszczegblnych miejsc, za 1. miejsce przyznaliSmy wage 3, za drugie wage 2, a za 3. wage
1. W ostatnim wierszu ("Wazona suma”) przedstawiono ocene kazdego kryterium uwzgledniajac
wagi miejsc. Wowcezas dla matych p (p = 2, 3, 4) najlepsze okazuje sie kryterium BIC oraz eBIC.
Dla p = 5 oraz p = 10 lepsze okazuje sie kryterium AIC. W Tab. 2.4 (d6t) mamy analogiczne
wyniki, tym razem dla ustalonego 7. Dla T' = 10 najlepsze okazuje sie eBIC, dla T" = 50 AIC.
Natomiast dla 7" = 100 réwnie wysokie miejsca zajely kryteria BIC oraz eBIC.

Tablica 2.1: Usrednione wyniki wskaznika (2.6) na podstawie symulacji

Kryterium BIC eBIC AIC

Metoda D | Max | Min | X D | Max | Min | X D | Max | Min | X
p=2

T=10 82,26 | 81,80 | 83,19 | 84,35 | 83,79 | 82,07 | 88,37 | 84,16 | 81,33 | 85,76 | 86,23 | 85,30

T=50 80,73 | 81,94 | 77,90 | 81,42 | 83,96 | 82,76 | 90,87 | 82,31 | 80,20 | 81,35 | 80,86 | 83,58

T=100 79,01 | 80,39 | 82,95 | 83,45 | 84,33 | 82,39 | 83,20 | 82,23 | 82,98 | 79,98 | 78,94 | 80,78
p=3

T=10 84,04 | 85,34 | 81,04 | 73,14 | 82,85 | 78,30 | 77,91 | 78,51 | 77,80 | 82,24 | 66,96 | 79,37

T=50 75,80 | 74,68 | 76,43 | 72,33 | 69,55 | 75,11 | 72,24 | 68,82 | 73,55 | 72,19 | 75,34 | 69,65

T=100 73,27 | 72,75 | 76,77 | 75,80 | 72,89 | 74,34 | 75,80 | 74,14 | 73,22 | 73,52 | 75,32 | 70,84
p=4

T=10 67,36 | 64,24 | 65,38 | 67,35 | 68,88 | 67,67 | 61,13 | 66,42 | 61,28 | 59,75 | 62,62 | 59,73

T=50 58,49 | 59,93 | 58,23 | 53,37 | 55,90 | 58,68 | 58,97 | 55,55 | 58,53 | 62,82 | 59,12 | 59,31

T=100 55,53 | 55,85 | 56,84 | 58,02 | 60,19 | 57,93 | 56,98 | 58,02 | 57,44 | 55,53 | 59,42 | 57,89
p=>5

T=10 64,33 | 56,57 | 62,63 | 68,52 | 61,81 | 61,56 | 64,99 | 53,60 | 68,46 | 62,43 | 54,41 | 64,00

T=50 53,49 | 55,21 | 57,69 | 54,97 | 59,08 | 57,76 | 57,73 | 55,47 | 54,32 | 59,11 | 57,07 | 60,97

T=100 53,03 | 57,50 | 57,36 | 58,97 | 57,49 | 54,01 | 56,31 | 57,31 | 57,74 | 58,22 | 57,29 | 56,24
p=10

T=10 33,08 | 34,05 | 33,17 | 32,91 | 28,09 | 33,29 | 34,63 | 35,28 | 26,80 | 24,61 | 36,97 | 31,43

T=50 20,27 | 22,03 | 21,59 | 23,66 | 22,31 | 22,01 | 23,67 | 20,40 | 24,97 | 21,30 | 19,63 | 22,45

T=100 21,10 | 21,35 | 20,50 | 19,67 | 20,93 | 19,57 | 19,97 | 21,89 | 22,89 | 19,55 | 20,59 | 19,75
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Tablica 2.2: Ranking usrednionych wynikéw wskaznika (2.6) przy ustalonym p, 12 - najlepsze,

1 - najgorsze

Kryterium BIC eBIC AIC
Metoda D |[Max | Min| X [ D [Max|Min| X [ D |[Max|Min| X

p=2
T=10 4 5 6 3 12 7 1 10 11 9
T=50 3 1 6 11 9 12 4 10
T=100 2 8 11 12 7 10 6 9 3 1 5
Suma 9 13 14 25 29 19 34 21 12 18 16 24
Suma 61 103 70

p=3
T=10 11 12 8 10 5 4 6 1
T=50 11 12 6 9 10
T=100 5 2 12 10 3 8 11 7 9 1
Suma 27 22 32 18 15 22 20 14 14 19 20 11
Suma 99 71 64

p=4
T=10 10 6 9 12 11 8 4 2 1
T=50 ) 11 1 3 7 2 12 9 10
T=100 2 3 9,5 12 8 5 9,5 6 1 11 7
Suma 17 20 15 19,5 | 27 26 16 19,5 | 16 15 25 18
Suma 71,5 88,5 74

p=>5
T=10 9 12 5 4 10 1 11 6 2 8
T=50 1 3 10 9 2 11 6 12
T=100 1 12 8 2 4 6 10 11 5 3
Suma 11 16 21 27 23 15 22 12 23 28 13 23
Suma 75 72 87

p=10
T=10 6 7 5 8 10 11 2 1 12
T=50 10 6 11 3 12 4 1
T=100 9 10 6 3 8 2 5 11 12 1 7 4
Suma 17 26 18 18 19 16 26 25 26 6 20 17
Suma 79 86 69
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Tablica 2.3: Ranking usrednionych wynikéw wskaznika (2.6) przy ustalonym 7', 12 - najlepsze,

1 - najgorsze

Kryterium BIC eBIC AIC
Metoda D | Max | Min | X D | Max | Min | X D | Max | Min | X

T-10
p—2 4 2 5 6 3 12 |7 1 0 |11 o9
p=3 1 |12 |8 10 |5 4 6 1 7
p—4 10 7 12 |1 8 4 2 5 1
p=5 7 12 |5 4 10 |1 11 |6 2 8
p=10 6 9 7 5 3 8 0 |11 |2 1 12 |4
Suma 40 [32 |34 |36 |36 |31 [390 |33 |21 [28 |31 |29
Suma 142 139 109

T=50
p=—2 3 7 1 6 11 |9 12 |8 2 4 10
p—3 11 |8 12 |6 9 1 7 10 |3
p—4 5 11 1 3 7 2 6 12 |9 10
p=5 1 3 10 |9 8 5 2 11 |6 12
p=10 2 10 |8 6 11 |3 12 |4 1 9
Suma 22 |37 |20 [26 |34 40 |44 [19 |29 |36 [30 |
Suma 114 137 139

T-100
p=2 2 4 8 1 |12 |7 10 3 1 5
p=3 5 2 12 |10 |3 8 1 |7 4 6 9 1
p—4 2 3 95 |12 |8 9,5 1 1|7
p=5 1 9 12 |8 2 4 0 |11 |5 3
p=10 9 10 3 2 1 |12 |1 7 4
Suma 19 |28 |37 |455 |43 |27 |35 [395 [41 |22 |33 |20
Suma 129.5 144,5 116
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Tablica 2.4: "Podium” usrednionych wynikéw wskaznika (2.6) przy ustalonym p (gora) oraz T

(dot)
p=2 p=3 p=4 p=>5 p=10
Kryterium BIC | eBIC | AIC | BIC | eBIC | AIC | BIC | eBIC | AIC | BIC | eBIC | AIC | BIC | eBIC | AIC
1. miejsce 0 3 0 3 0 0 0 2 1 2 0 1 0 0 3
2. miejsce 1 1 1 1 1 1 1 1 1 0 0 3 0 3 0
3. miejsce 0 1 2 1 1 1 2 1 1 0 2 1 2 1 0
Suma 1 5 3 5 2 2 3 4 3 2 2 5 2 4 3
Wazona suma 2 12 4 12 3 3 4 9 6 6 2 10 2 7 9
T=10 T=50 T=100

Kryterium BIC | eBIC | AIC | BIC | eBIC | AIC | BIC | eBIC | AIC

1. miejsce 2 2 1 1 1 3 2 2 1

2. miejsce 1 2 2 2 2 1 1 2 2

3. miejsce 1 3 1 1 3 1 2 1

Suma 4 7 4 4 6 5 6 6 4

Wazona suma 9 13 8 8 10 12 11 12 8




Rozdzial 3

Zmienne dyskryminacyjne dla

wielozmiennych danych funkcjonalnych

3.1 Klasyczne zmienne dyskryminacyjne

W poprzednim rozdziale omowilismy redukcje wymiarowosci za pomoca sktadowych gtéwnych.
W przypadku, gdy posiadamy dodatkowa informacje o obserwacjach w postaci ich przyna-
leznosci do jednej z klas (grup), mozemy te informacje wykorzysta¢ do konstrukeji nowych
jednowymiarowych zmiennych, tzw. zmiennych dyskryminacyjnych. Metoda zmiennych dyskry-
minacyjnych w przypadku dwoch klas zostala wprowadzona przez Fishera (1936), a nastepnie
uogdlniona na przypadek L > 2 klas. W stosunku do sktadowych gtéwnych, metoda ta rézni
sie tym, ze obserwujemy dwa rodzaje zmiennosci, zmiennosé miedzy- i wewnatrzklasowa.

Wezmy pod uwage L klas obiektow. Niech Y € {1,2,..., L} bedzie etykieta, a X € RP
wektorem cech, ktérymi scharakteryzowane sg obiekty nalezace do tych L klas. Bedziemy w
dalszym ciagu zaktadac, ze P(Y =1) = ¢ > 0, gdzie ¢ + g2 + ... + ¢ = 1, E(X|Y = 1) =
oraz Var(X|Y =1) =X > 0,dlal=1,..., L. Niech ponadto

L
n= Z iy,
1=1

L
A= qlwm—p)(u—p),
=1
Q=A+3.

Nieujemnie okreslona macierz A nosi nazwe macierzy zmiennosci miedzygrupowej (patrz np.
Krzysko (1990), str. 77), dodatnio okreslona macierz X jest macierza zmiennosci wewnatrzgru-
powej, a nieujemnie okresona macierz €2 jest macierza zmiennosci catkowitej. Niech U = v/ X,

gdzie u, X € RP oraz niech
_ Varg(U)  u'Au (3.1)
~ Varp(U)  w/Qu’ '

25

J(u)
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gdzie Varg(U) jest wariancja miedzygrupowa zmiennej U a Varp(U) jest wariancja catkowita
zmiennej U, bedzie miara, ktora wskazuje, w jakim stopniu zmienne Xj, ..., X, réznicuja (dys-
kryminuja) L klas obiektow. Pierwsza zmienna dyskryminacyjna nazywaé bedziemy zmienna

U, = 4} X spelniajaca warunek

u’ Au,
A= J(u) = —
M =
przy dodatkowym warunku ograniczajacym
w Qu, =1,

zapewniajacym jednoznacznos¢ pierwszej zmiennej dyskryminacyjnej U;. W celu znalezienia
wektora u; € RP maksymalizujacego miare J(u), stosujemy metode mnoznikoéw Lagrange’a,

dochodzac do uogoélnionego zagadnienia wlasnego
Aul = )\19’11,1

lub réwnowaznie

Jezeli macierz € jest nieosobliwa, wowczas uogodlnione zagadnienie wlasne mozemy sprowadzi¢

do klasycznego zagadnienia wtasnego postaci
(Q'A - \Iu; =0.

W przypadku, gdy macierz € jest osobliwa, mozemy dokonaé regularyzacji tej macierzy lub
uzy¢ uogolnionej odwrotnosci lub tez skorzysta¢ z rozkladu tej macierzy wedtug jej wartosci
osobliwych (Krzysko i in. (2014)). Zatem pierwsza zmienng dyskrymiancyjna wektora X jest
kombinacja liniowa

U1 = ulle + U12X2 + ...+ ulep = ’U,llX,

gdzie u; jest wektorem wlasnym réownania (3.2) odpowiadajacym najwiekszej wartosci wlasnej
A1. Nastepnie tworzymy druga zmienna dyskryminacyjna U, = wbX maksymalizujaca miare
(3.1) oraz spelniajaca dodatkowe warunki w/Qu; = 1,7 = 1,2 oraz u)|Qus = 0. Kontynuujac
ten proces mozemy utworzy¢ k-ta zmienng dyskryminacyjna Uy = u;. X maksymalizujaca miare

(3.1) przy dodatkowych warunkach

k,l=1,...,s=rzadA.
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Uwaga 3.1. Standardowo miara J(u) ma postaé

_ Varg(U)  v'Au

J(u) = = .
() Varp(U)  u/Xu
Ale
wAu . u'Qu ((1+ 1 B u'Au
welr wQu  uelr wAu  uekr whu | ek wyu’

Stgd muiary te prowadzq do identycznych rozwigzan, a tym samym identycznych zmiennych

dyskryminacyjnych.

Zauwazmy, ze konstrukcja zmiennych dyskryminacyjnych wymaga znajomosci wektoréow
W1, ..., pr, oraz macierzy X, A i Q. W praktyce parametry te nie sa nam znane i zachodzi potrzeba
postuzenia si¢ ich ocenami z proby. Niech x;y, ..., x5, bedzie proba pochodzaca z grupy [, gdzie

l=1,..., L oraz niech n =ny + ..., n;. Wowczas:

ny
L N
q = — ”l:zl:_zzlﬁ l_]-> aLa
n ny j=1
1 L ng
ll’:m:_z X,
N =

3.2 Zmienne dyskryminacyjne dla wielozmiennych danych

funkcjonalnych

Powyzej zostata oméwiona konstrukcja zmiennych dyskryminacyjnych dla wektoréw losowych
X. Oczywiscie chcieliby$my nasze rozwazania rozszerzy¢ teraz na dane funkcjonalne. Funkcjo-
nalna analiza dyskryminacyjna zostala wprowadzona przez Jamesa i Hastiego (2001), i byta
jedna z pierwszych prac dotyczacych problemu klasyfikacji dla danych funkcjonalnych. Taka
sama metoda jest zastosowana w monografi Ramsaya i Silvermana (2005). Natomiast Rossi i
Villa (2006) zastosowali metode wektorow nosnych do klasyfikacji takich danych. Czastkowa me-
toda najmniejszych kwadratéw w analizie dyskryminacyjnej dla danych funkcjonalnych zostata
wprowadzona przez Prede i in. (2007). Araki i in. (2009) zastosowali natomiast funkcjonalna

dyskryminacje logistyczna oparta na technice regularyzacji. Pierwsza praca, w ktoérej podano
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konstrukcje zmiennych dyskryminacyjnych dla jednowymiarowych danych funkcjonalnych jest
praca Shina (2008). Wariant jadrowy tej metody opisany jest w pracy Goéreckiego i innych
(2014). Niestety w dotychczasowych publikacjach zmienne dyskryminacyjne byty zdefiniowane
tylko i wytacznie dla klasycznych danych funkcjonalnych, tj. wielowymiarowosé byla rozpa-
trywana tylko ze wzgledu na czas. Naturalnym uogélnieniem wydaje sie jednak ugoélnienie na
wielozmienne dane funkcjonalne. Podobnie jak w przypadku skladowych gléwnych mozemy
uogoblni¢ nasze rozwazania na wielozmienne dane funkcjonalne z(t), wykorzystujac znana juz
reprezentacje wielowymiarowego procesu losowego X (t) = ®(t)e, E(c) = 0.

Naszym celem jest skonstruowanie iloczynu skalarnego postaci:
U =<u(t),X(t) >= / o ()X (1)dt,
I

ktorego wariancja miedzyklasowa jest maksymalna w poréwnaniu z wariancja catkowita, gdzie

t € I,u(t) € Ly(I?). Przypomnijmy, ze funkcja wektorowa postaci u(t) = (u1(t), ua(t), ..., uy(t))’
nazywana jest wektorowa funkcja wagows. Doktadniej, pierwsza funkcjonalna zmienna dyskry-

minacyjna Uy =< u;(t), X (t) > zdefiniowana jest jako:

Vo= sa Varg(<u(t), X(t) >) Varp(<u(t),X
YT et Varr(< u(t), X(8) >)  Varp(< ui (1), X

~
SN—

przy dodatkowym warunku ograniczajacym
Varp(< uy(t), X () >) =1,

gdzie Varp(< u(t), X (t) >) i Varp(< u(t),X(t) >) sa odpowiednio wariancjami zmiennosci
miedzyklasowej i catkowitej zmiennej losowej U. Powyzszy warunek zapewnia jednoznacznosé
pierwszej zmiennej dyskryminacyjnej U;.

W dalszym ciagu zaktadac¢ bedziemy, ze X (t) ma postac (1.4). Mozna takze zalozy¢ (Ramsay
i Silverman (2005)), ze wektorowa funkcja wagowa u(t) i proces losowy X (t) leza w tej samej

przestrzeni, tzn. funkcja u(t) moze zostac¢ zapisana w nastepujacej postaci:

gdzie u € RE+P. Woéwezas
<u(t),X(t) >=< ®(t)u,®B(t)c >=u' < B(t),®(t) >c =uIx,,c=1'c,

przy czym

E(<u(t),X(t) >) =u'E(c) =40 = 0.

Stad zmienno$¢ miedzyklasowa iloczynu skalarnego < u(t), X (¢) > wynosi:

Varp(< u(t), X (t) >) =u' Varg(c)u = v'Bu,



Zmienne dyskryminacyjne dla wielozmiennych danych funkcjonalnych 29

a zmiennos¢ catkowita wyraza si¢ wzorem:
Varr(< u(t), X (t) >) = v’ Varr(c)u = u'Tu,

gdzie B oraz T sa odpowiednio macierzami kwadratow i iloczynéw zmiennosci wewnatrzklasowej
i catkowitej wektora losowego c.

Dla pierwszej funkcjonalnej zmiennej dyskryminacyjnej procesu X (t) mamy:

X ! 'B
M= sup Varg(< u(t), X(t) >) — s u'Varg(c)u  uyBu,

= , 3.3
utyeLz () Varp(< u(t), X (t) >)  yers+r v Varp(c)u — ujTuy (3.3)

pod warunkiem, ze w{Tu; = 1.

Analogicznie mozemy skonstruowaé k-tg funkcjonalng zmienna dyskryminacyjna
U =< u(t), X (t) >,

gdzie wektorowa funkcja wagowa wuy(t) jest zdefiniowana w nastepujacy sposob:

Varg(< u(t), X(t) >) u' Varg(c)u  ujBu,
AL = sup = sup = — )
ueLs () Varp(< u(t), X (t) >)  yerr+r o' Varp(c)u  u Tuy

przy dodatkowym warunku ograniczajacym

Lk=1,

Covy(u,Tuy, w,Bu;) =
7(w, Tug, w; Buy) {O,k%l,

k,l=1,..,s,s=min(K+p L—-1), K=DB+..+ B,.
Wyrazenie (A, ur(t)) nazywaé bedziemy k-tym uktadem dyskryminacyjnym procesu X ().
Zdefiniujmy teraz klasyczne zmienne dyskryminacyjne dla wektora losowego ¢ (patrz Sekcja
3.1). k-ta zmienna dyskryminacyjna U} =< u,c¢ > tego wektora spelnia warunek:

v = sup Varg(<wu,e>) = Varg(< ug, ¢ >) = uj, Varg(c)uy = u) Buy,
ucRE+p

przy dodatkowym warunku ograniczajacym

Lk=1,

Covy(w, Tuy, w,Bu;) =
(T, B) {O,k;«él.

Wyrazenie (g, uy) nazywaé¢ bedziemy k-tym uktadem dyskryminacyjnym wektora losowego c.
Zauwazmy, ze wyrazenie (3.3) jest rownowazne wyrazeniu

v1 = sup Varg(<wu,e>)= sup u Varg(c)u =u)Bu;,
ueRK+p ueRK+P

gdzie wiTu; = 1.
Jest to definicja pierwszej zmiennej dyskryminacyjnej wektora losowego ¢. Z drugiej strony,

jezeli pierwszy uktad dyskryminacyjny (v;,%;) definiuje pierwsza zmienna dyskryminacyjna
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wektora losowego ¢, to otrzymujemy pierwszy uktad dyskryminacyjny procesu losowego X (t) z
ponizszych réwnosci:
)\1 =7, uq (t) = <I>(t)u1

Mozemy rozszerzy¢ nasze rozwazania na drugi uktad dyskryminacyjny i kolejne.

Prawdziwe jest zatem nastepujace twierdzenie:

Twierdzenie 3.1. k-ty uktad dyskryminacyjny (A, u,(t)) procesu losowego X (t) jest zaleiny

od k-tego uktadu dyskryminacyjnego (v, ur) wektora losowego ¢ poprzez nastepujgce rownosci:
AL = Yk, uk(t) = @(t)uk, te I,
gdziek =1,...;s, s=min(K + p, L — 1) =rzqd(B), K = B, + By + ... + B,,.

Z Twierdzenia 3.1 wynika, ze konstrukcja zmiennych dyskryminacyjnych dla procesu loso-
wego X (t) = ®(t)c sprowadza sie w istocie do konstrukeji klasycznych zmiennych dyskrymina-
cyjnych dla wektora losowego ¢. Zmienna dyskryminacyjna U, ma bowiem posta¢ U, = ujec,
gdzie ¢ jest wektorem losowym w reprezentacji wektorowej procesu losowego X (t) postaci
X(t) = ®(t)e, natomiast u;, jest wektorem wlasnym w uogdlnionym zagadnieniu wlasnym
(B — M\ T)uy, = 0, gdzie B oraz T sa macierzami zmiennosci miedzyklasowej i catkowitej wek-
tora losowego ¢, k = 1,2, ..., s.

W praktyce jednak macierze zmiennosci Varg(e) oraz Varp(c) nie sa znane i musza by¢
estymowane na podstawie proby. Niech ;i (t), 2ia(t), ..., T, () bedzie proba pochodzaca z I-tej
klasy, gdzie [ = 1,2,..., L. Kazda z funkcji 2;(t) ma nastepujaca postac:

.'Bli(t) = (I:'(t)éli,

gdzie ¢;; = (é%), ...,égl;;)l, ...,6%), ...,ég;gp)’, i=1,2,....,m,l =1,2, ..., L. Niech ponadto
1 &
c=—) Ci
n =1

bedzie wektorem srednich w [-tej klasie, [ = 1, ..., L. Wowczas

. . 1L
Varg(c) = B = 7 anala;,

. . 1 L n
A Al
Varp(e) =T = = > > mée);
==
Nastepnie znajdujemy niezerowe wartosci wlasne 47 > 4, > ... > 45 i odpowiadajace im

wektory wlasne uq,us, ..., 4, rOwnania (B — &T)’& =0, gdzie s = min(K + p,L — 1), K =
By + By + ...B,. Wowczas k-ty uklad dyskryminacyjny procesu losowego X (f) wyznaczony z
proby ma nastepujaca postac:

Ae = Ap, t,(t) = ®(D)ty,),  k=1,....5s = min(K +p, L —1).



Zmienne dyskryminacyjne dla wielozmiennych danych funkcjonalnych 31

Stad wspotezynniki rzutu i-tej realizacji x;;(t) procesu losowego X (t) nalezacego do I-tej

klasy na k-ta funkcjonalng zmienng dyskryminacyjna sa réwne:
Uiie =<t (t), 0i(t) >= s,

dla:=1,2,...,n,k=1,2,...,s,l=1,2,..., L.

Ostatecznie wspolezynniki rzutu i-tej realizacji x;;(t) procesu losowego X (¢) nalezacego do
l-tej klasy na plaszczyzne dwoch pierwszych funkcjonalnych zmiennych dyskryminacyjnych z
proby sa rowne (@)Cy, Uolys), i = 1,2,...,n,1=1,..., L.

Prawdziwe sg nastepujace wtasnosci funkcjonalnych zmiennych dyskryminacyjnych:
Wtasnosé 3.1. Wariancje zmiennych

Niech u; bedzie wektorem wlasnym w nastepujacym zagadnieniu wlasnym (B —\;T)u; =0
wektora losowego ¢ w reprezentacji X (t) = ®(¢)c odpowiadajacym wartosci wlasnej A\; unmor-

mowanym tak, ze u;Tu; = 1 i niech U; oznacza j-ta sktadowa glowna, j = 1,2, ..., 5. Wowczas
Varg(U;) = A;.
Wiemy, ze U; jest postaci U; = u'e. Stad
Varg(U;) = Varp(ujc) = u; Varg(c)u; = u;Bu;.

Ale u; spelnia warunek Bu; = \;Tu; lub rownowaznie u’Bu; = \ju;Tu; = \;, bo z zalozenia
wiemy, ze u;-T'u,j = 1. Poniewaz Ay > Ay > ... > \,, to zmienna dyskryminacyjna U; ma
maksymalng wariancje A;, natomiast zmienna dyskryminacyjna Us; ma minimalng wariancje

As-
Wtasno$é 3.2. Ortogonalnosé i nieskorelowanie zmiennych
Zmienne dyskryminacyjne Uy, Us, ..., U nie sa wzajemnie ortogonalne, tzn.
< U, U; >= UU; = (uje)'ujc = cuajc # 0.

Zmienne dyskrymiancyjne Uy, U,, ..., Us sa natomiast wzajemnie nieskorelowane. Wspoétczynnik

korelacji migdzy zmiennymi U; = ujc oraz U; = u)c jest réwny:

Covg(U;, U; u.Bu;

p(UZ,UJ) _ B( ]) — ]7
VVars(Us) Varg(U;)  /Ad

Poniewaz Bu; = A\;T'u; lub rownowaznie u;Bu; = \ju;Tu; lub w;Bu; = 0, bo u/Tu; = 0, to

i, i=1,2,..,8i%]
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Wtasno$é 3.3. Niezmienniczosé zmiennych

Zmienne dyskryminacyjne sa niezmiennicze ze wzgledu na zmiane skali. Wiemy, ze k-ta
zmienna dyskryminacyjna jest postaci U, = wuje, gdzie ¢ jest wektorem losowym w reprezen-
tacji X (t) = ®(t)e, a ug jest wektorem whasnym w nastepujacym uogoélnionym zagadnieniu
wlasnym (B — \T)uy, = 0. Niech d = De, gdzie D jest macierza nieosobliwa. Ponadto zacho-
dzi |[B — M\T| = 0 lub réownowaznie 0 = |D||B — \T||D’| = |DBD’' — A\ DTD’|. Oznacza
to, ze pierwiastki rownania (B — \T)u, = 0 sa niezmiennicze ze wzgledu na przeksztal-
cenia d = De. Zalozmy dalej, ze (DBD’ — \;DTD’)v,, = 0 co jest rownowazne temu, ze
(B — \T)D'vy, = 0. Z drugiej strony pierwotny problem (B — A\T)ur = 0 mozemy zapi-
sa¢ rownowaznie jako (B — \T)D'(D’)"'u;, = 0. Aby U, = V} musialby zachodzi¢ warunek

vy = (D) 'uy. Wowcezas Vi, = vid = uj,(D)"'De = uje = Uy,
Wtasno$é 3.4. Odlegtosci

Odlegtosci w przestrzeni wektorowych procesow losowych X (¢) nie sa rowne odlegltosciom

w przestrzeni wektorowej wszystkich zmiennych dyskryminacyjnych, tj.
< Xi(t) = X;(t), Xi(t) — X;(t) ># (U; = U,)'(U; = Uy),
gdzie Xl(t) = @(t)ci, UZ = (Uih UiQ, ceny U@s)/, Uzk = ’U,;CCZ‘, 1= 1, 2, ey N k= 1, 2, . S Mamy

< Xi(t) = X;(0), Xi(t) — X(t) >= /I(Xi(t) — X;(1)(Xi(t) — X;(1))dt =

= [ (e ey @ D@ (1)(e — )it = (e — ¢ (e~ ;)
U, =U;)(U; =Uj) = (¢; — ¢j) (wgu] +uouy + ... + usul)(c; — ¢;) #

!
# (ci —¢;)'(ci — ¢j),
bo wju] + uouh + ... +usul # I,.
Wlasnosé 3.5. Miara zmiennosci

Postugujac sie zmiennymi dyskryminacyjnymi, badacz musi zdecydowad, ile z nich jest istot-
nych do opisu konkretnych danych. Zmienne nieistotne nalezy pominaé¢. Beda to zmienne zwia-
zane z najmniejszymi wartogciami wlasnymi macierzy T~ B wektora losowego ¢ w reprezentacji
X (t) = ®(t)c. Mozemy postuzy¢ sie nastepujacymi kryteriami:

1. Procent wariancji
Wiemy, ze k-ta zmienna dyskryminacyjna jest postaci Uy = uje, gdzie ¢ jest wektorem loso-
wym w reprezentacji X (t) = ®(t)e, a uy, jest k-tym wektorem wlasnym macierzy T—!B wektora

losowego ¢. Z wtasnosci (3.1) wynika, ze Varg(Uy) = A\, K =1,2,...;s. Stad

Z VarB(Uk) = Z )\k = tT(T_lB).
k=1 k=1



Zmienne dyskryminacyjne dla wielozmiennych danych funkcjonalnych 33

W analizie zmiennych dyskryminacyjnych oczekujemy, ze dla pewnego malego j suma A\ +
A2 + ..., bedzie bliska wyrazeniu ¢r(T'B) = A\ + Ay + ... \s. Jedli tak jest, to j pierwszych
zmiennych dyskryminacyjnych wyjasnia dobrze zmiennosé procesu X (t), a pozostate zmienne
wnosza niewiele, poniewaz ich wariancje sa mate. Wskaznik

A Ao A

-1 A4
A+ A 00% (34)

jest procentowa miara wyjasnienia zmiennosci wektorowego procesu X (t) przez pierwszych j
zmiennych dyskryminacyjnych. Jezeli wskaznik (3.4) jest rowny lub wiekszy od ustalonej przez
nas wartosci, np. 80%, to pozostale zmienne dyskryminacyjne pomijamy. Dwa dalsze kryteria
sa identyczne z wymienionymi we Wtasnosci 2.5.

Na koniec zauwazmy, ze wktad procesu X,;(f) w budowe zmiennej dyskryminacyjnej Uy

mozna zdefiniowa¢ tak, jak to uczyniono w przypadku sktadowych gtéwnych.



Rozdzial 4

Zmienne kanoniczne dla wielozmiennych

danych funkcjonalnych

4.1 Klasyczne zmienne kanoniczne

Poprzednie dwa rozdzialy dotyczyly redukeji wymiaru pewnego wektora losowego X. Czesto
interesuje nas jednak badanie zaleznosci pomiedzy dwoma zbiorami cech. Klasycznym narze-
dziem do badania zalezno$ci pomiedzy pewna zmienna objasniang Y a zespotem ¢ zmien-
nych objasniajacych X, Xs, ..., X, jest regresja wielokrotna. Uogdlnieniem tego przypadku jest
taka sytuacja, gdy interesuje nas zaleznos¢ pomiedzy zespolem p cech Yi,Ys, ..., Y, a zespo-
lem g cech Xi, Xy, ..., X,. De facto jest to zalezno$¢ pomiedzy dwoma wektorami losowymi
Y = (11,Y;,...,Y,) € RP oraz X = (X3, Xs,..., X))’ € R9. Metoda ta zostala wprowadzona
przez Hotellinga (1936) i funkcjonuje w literaturze pod nazwa analizy korelacji kanonicznych.
Podobnie jak poprzednio redukcje wymiaru otrzymuje sie dzieki konstrukeji nowych zmiennych
jednowymiarowych, tzw. zmiennych kanonicznych. W tym przypadku obserwujemy zmiennosé
poszczegdlnych wektoréw oraz interakcje pomiedzy nimi.

Niech Y = (Y1,Y3,...,Y,) € RP bedzie p-wymiarowym, a X = (X;,Xs,....X,) € R?
g-wymiarowym wektorem losowym. Bez utraty ogoélno$ci mozemy zatozyé¢, ze p < ¢. Niech

ponadto
Var (Y) = 211 s

Var(X) = 222,
COV(Y,X) = 212 = /21.

Na poczatek rozpatrzmy kombinacje liniowe U = u;Y; +u2Ys + ... +u, Y, = ¢'Y sktadowych
wektora Y oraz kombinacje liniowe V' = v; Xy + 03X + ... + v, X, = v'X sktadowych wektora

X. Wektory u i v chcemy dobraé tak, aby wspotezynnik korelacji pomiedzy nowymi zmiennymi

34



Zmienne kanoniczne dla wielozmiennych danych funkcjonalnych 35

U iV byt maksymalny, tzn.

Cov(U, V) u'Y1ov
max = max ; ; .
uERP vERY Var(U) Varl/  wERPWERY \/y Y uv' Y0

p=pUV)= (4.1)
Poniewaz wspotczynnik korelacji pomiedzy zmiennymi U i V' jest rowny wspotcznikowi korelacji
pomiedzy zmiennymi ;U i ¢V, gdzie ¢; i ¢ sa stalymi, to wektory « i ¥ mozemy unormowaé
tak, aby Var(U) = 1 = VarV. Wowczas zagadnienie (4.1) sprowadza sie do maksymalizacji
wyrazenia:

p=pUV) = sy, v,

przy dodatkowych warunkach ograniczajacych
’U/EH’M =1= ’0/222’0. (42)

Niech C = £1'2; oraz D = £5;'%,,. Stosujac metode mnoznikéw Lagrange’a i rozwiazujac
réwnania macierzowe

(CD — AL, Ju; = 0,
(DC ~ R, o1 =0,

znajdujemy wektory u, oraz v, ktére maskymalizuja wyrazenie (4.1), tzn.

P1 = max COV(U, V) = COV(Ul, ‘/1) = u’lﬁlg'vl, (43)

ucRP veRY

przy dodatkowych warunkach ograniczajacych (4.2). Poniewaz interesuja nas jedynie niezerowe
rozwiazania powyzszego zagadnienia, a macierze CD oraz DC maja te same niezerowe wartosci

wlasne p?, to mozemy nasze zagadnienie zredukowaé do ponizszego uktadu réwnaii:
2 _
(X —pilp)u =0,

przy dodatkowych warunkach ograniczajacych (4.2), przy czym ¥ = CD. Wektor v; otrzy-
mujemy nastomiast z rownowsci v, = p;'Duy, przy dodatkowym warunku ograniczajacym
(4.2).

Dodatni pierwastek z p? nazywamy pierwszym wspolczynnikiem korelacji kanonicznej, a
unormowane kombinacje liniowe Uy = up1Y7 + uinYs + ... + wy,Y, = w}Y oraz Vi = v;1 Xy +
019X + ... + v1,X, = v} X nazywamy zmiennymi kanonicznymi odpowiednio przestrzeni Y oraz
X.

Analogicznie mozna skonstruowaé k-ta pare kombinacji liniowych U, = u}Y oraz V;, = v} X,
k=1,2, .. p. Wartosé¢ p, oraz wektory u; i vi, k = 1,2, ..., p, znajdujemy w opisany powyzej
sposob. Kombinacje liniowe Uy = wupYr + ugaYs + ... + uppY, = wY oraz Vi = v Xy +
Uk Xo + ... + v X, = v, X, spelniaja warunki Var(Uy) = 1 = Var(V}) oraz dodatkowo k-ta para

zmiennych kanonicznych (Uy, Vj) nie jest skorelowana z k — 1 pierwszymi parami zmiennych
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kononicznych. Pare (Uy, Vi) nazywa sie k-ta para zmiennych kanonicznych odpowiadajacych
k-temu wspoétezynikowi korelacji kanonicznej py..

W praktyce macierze 11, X5 oraz s nie sa znane i estymujemy je na podstawie n nie-
zaleznych realizacji y,,¥o, ....,4¥, wektora losowego Y oraz zi,x,,....,x, wektora losowego X.

Estymatory tych macierzy sa odpowiednio postaci:

. 1. - .,

Y= _Z(yz —9)(yi —y),
ni4

R 1™ - .,

222 = —Z(mz—z)(zl—m),
ni4

R 1 ~ N

Yo = 52(%—?4)(%—5”)-

s
Il
—_

W przypadku, gdy obserwacje te sa scentrowane (tzn. y = 0 oraz z = 0), estymatory te mozemy

zapisa¢ w postaci:

. 1& 1
¥ =— Zyzy; = =1, Yn) Y1, - Yn) s
ni4 n
22 Nz T R R A SRR (VA
. 1 , 1 !
212 = —ZZzyz = _(mb -'-awn)(yl’ ’yn) ’
ni n
Rozwiazujac réwnanie \2 — p°I,| = 0 otrzymamy oceny p wartosci wlasnych ﬁ%,...,ﬁg-

Odpowiadajace im wektory wlasne uy,...,u, otrzymujemy z uktadu réownarn (i) — 2 p U =

P D ) : . .
0,k =1,...,p, przy czym X = X, ¥1o%,, ¥o;. Wektory v otrzymujemy natomiast z rownosci
vy = ,o,glf)ﬁ,k. Zmienne kanoniczne Vj, oraz Uy, otrzymane z proby sa wowcezas postaci Vi = 04y

. .
oraz Uy, =wx;, i =1,2,...,n,k=1,2, ... p.

4.2 Zmienne kanoniczne dla wielozmiennych danych funk-
cjonalnych

Za pierwszg prace dotyczaca tematyki funkcjonalnej analizy kanonicznej mozna uznaé prace
Hannana (1961), w ktorej rozpatrywana jest funkcjonalna analiza kanoniczna dla stacjonar-
nych procesow gaussowskich. Natomiast Dauxois i Pousse (1976) opisuja analize kanoniczna
w uogo6lnionych przestrzeniach Hilberta, a Brillinger (1975) charakteryzuje analize kanoniczna,
dla wielowymiarowych stacjonarnych szeregdéw czasowych poprzez redukcje do klasycznej ana-
lizy kanonicznej dzieki wykorzystaniu stacjonarnosci. Z kolei Leurgans i in. (1993) wykorzystali
wygtadzanie danych funkcjonalnych w analizie kanonicznej uzywajac funkcji sklejanych. Liczne

zastosowania w biologii i medycynie zostaly wskazane w pracy Leurgansa i in. (1993), a takze
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w ekologii i ochronie srodowiska w pracy Service, Rice i Chavez (1998). Bogata literatura z
tej tematyki zostala przytoczona w pracy He i in. (2002). Warto jeszcze wspomnieé¢ o pracach
He i inni (2000, 2004) oraz Eubank i Hsing (2008). Jadrowa wersja zmiennych kanonicznych
dla klasycznych danych funkcjonalnych z wykorzystaniem rozwiniecia w bazach ortogonalnych
zostata opisana w pracy Krzyski i Waszaka (2013). Podobnie jak poprzednio mozemy uogdlnié¢
nasze rozwazania na obiekty, ktore sa realizacjami wielozmiennych danych funkcjonalnych y(t)
oraz x(t). Wykorzystujac reprezentacje danych funkcjonalnych opisana na poczatku, mozemy
zalozy¢, ze skladowe Y, (t) procesu losowego Y (t) oraz sktadowe X),(¢) procesu X (¢) moga zo-

sta¢ przedstawione odpowiednio za pomocs skoriczonej liczby ortonormalnych funkeji bazowych

{pe} oraz {eor}:

Wprowadzmy dodatkowo nastepujaca notacje:
!/
a = (Oélo, vy QU E ey OpOy ey Ckap) ,

ﬂ = (/610a sy ﬁlFla sy ﬁqu cey /Gqu)la

N (5 N A
8 (1) — 0 @) ... O |
0 0’ - P, (1)
@R ) 0 0’
&y(1) — 0 ¥Rt 0’ ’
0 0 ... @R (D)

gdzie @g,, ..., 9E, oraz @p,, ...,pr, sa wektorami, ktoérych sktadowymi sa ortonormalne funkcje
bazowe odpowiednio przestrzeni Lo([y) oraz Lo(l), a K1 = Ey + Ey + ... + E,, Ky = Fy +
Fy+ ...+ F,. Uzywajac powyzszej notacji procesy Y (t) oraz X (t) mozna zapisa¢ w nastepujacej
postaci:

Y(t) =@ (t)e, E(a) =0,

X(t) =®,(1)8,  E(B)=0.

Funkcjonalne zmienne kanoniczne U oraz V' dla procesow losowych Y (¢) oraz X (t) mozna

zdefiniowa¢ w nastepujacy sposob:

U=<u(t),Y(t) >= / u' ()Y (t)dt,

I
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V=<o(t),X(t) >= / v ()X (t)dt,
Ip)
gdzie funkcje wektorowe u(t) oraz v(t) nazywane sa wektorowymi funkcjami wagowymi. Funkcje

wagowe u(t) oraz v(t) sa dobierane w ten sposob, aby maksymalizowaé¢ wspotczynnik

. Cov(U,V)
\/Var(U) Var(V)’

przy dodatkowych warunkach ograniczajacych
Var(U) = Var(V) = 1. (4.4)

Wspotezynnik p nazywany jest wspotczynnikiem korelacji kanonicznej. Jednakze maksyma-
lizacja tego wspotezynnika nie daje zadawalajgcych wynikéw, bowiem w przypadku funkcjo-
nalnym mozemy dowolnie wybra¢ funkcje wektorowa u(t), skonstruowaé¢ zmienna kanoniczna
U =<u(t),Y(t) >, a nastepnie znalez¢ funkcje wektorowa v(t) taka, aby wspotczynnik korelacji
p= \/% byl rowny 1, gdzie V =< v(t), X (t) >. Funkcje wagowe u(t) oraz v(t) nie daja
zatem uzytecznej informacji o sile powigzan miedzy zbiorami cech, co wyraznie wskazuje na
potrzebe zastosowania technik wygtadzania. Prostym sposobem wygtadzenia jest modyfikacja

warunkow ograniczajacych (4.4) poprzez dodanie pewnego wspotczynnika kary:

Var (U®) = Var (
Var (V(N)) = Var </I

2

u’(t)Y(t)dt) + APENy(u(t)) = 1, (4.5)

v’(t)X(t)dt) +APEN,(0(8)) = 1, (4.6)

gdzie wspotezynnik kary PENj jest scatkowanym kwadratem drugich pochodnych, tj.:

PEN,(u(t)) = /I 1 <32§;§t)>'5’2;gt) gt — /11 (822216)1&)’024;21%)1& "

2 V)
:u’/ <8 Ql(t)) a(I>1(t)alt u, = u'Ru,
Iy

ot ot
B 92, () 02®,(¢)
R, = /1 < = ot (4.7)
oraz ) ) ) )
*v(t)\ 9%v(t) 2By () 92®y(t)w
PENQ(v(t)):/b( 2 ) 12 dt:/12 12 o
L (P P®a(t)
_v/b( 2% BT dt v,= v Ryv,
B D0y (1) 9°®y(2)
R~ | < < e (4.8)

Wspotezynnik kary PEN, jest uogoélnieniem na przypadek wielozmienny wspotcezynnika

wprowadzanego przez Ramsaya i Silvermana (2005) na str. 84. Napisali oni: ,Wspotezynnik
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(PEN,) jest popularnym sposobem na oszacowanie gtadkosci funkeji. Kwadrat drugiej pochod-
nej [D?x(t)]? funkeji w momencie ¢ jest czesto nazywany jej krzywizna w punkcie ¢, przy czym
linia prosta, z czym sie wszyscy zgadzamy, nie ma krzywizny i ma druga pochodna réwng zero.

Zatem naturalna miara krzywizny funkcji jest scatkowany kwadrat drugiej pochodnej
PEN, = / (D2 (s)]2ds.

Mozna oczykiwaé, ze wysokowymiarowe funkcje uzyskuja wysokie wartosci wspotezynnika PEN,,
poniewaz ich drugie pochodne sa wieksze przynajmniej na interesujacym nas przedziale.” Dalej
na str. 205 napisali: ,Efekt wprowadzenia wspotczynnika kary z ograniczeniem dla kandyda-
tow na zmienne kanoniczne jest taki, ze bierzemy pod uwage nie tylko ich wariancje, ale takze
krzywizne i poréwnujemy wazona sume tych dwoch wielkosci w terminach kowariancji”. I dalej:
s,Nasza metoda wprowadzenia wygladzania lub regularyzacji jest podobna do techniki regresji
grzebietowej, ktora jest czesto wykorzystywana w przetwarzaniu obrazoéw i Zle postawionych
problemoéw do poprawiania uwarunkowan rozwazanych macierzy kowariancji.”

Teraz pierwszy wspotczynnik korelacji kanonicznej p; i odpowiadajace mu wektorowe funkcje

wagowe u4(t) oraz v1(t) mozna zdefiniowa¢ w nastepujacy sposob:

Cov(<u(t),Y(t) > <v(t),X(t) >)

P1= sup ) (49)
u(t)€La(IP) w(t)EL2 (1) \/Var(U(N)) Var(V (V)
przy dodatkowych warunkach ograniczajacych
Var (U™M) = Var (VV) = 1. (4.10)

W ogélnosci k-ty wspolezynnik korelacji kanonicznej pp i odpowiadajace mu wektorowe

funkcje wagowe uy(t) oraz vy (t) sa zdefiniowane w nastepujacy sposob:

Pk = sup Cov(<u(t),Y(t) > <wv(t),X(t) >) =
u(t)E€L2(I7) v(t)EL2(13)

Cov(<ux(t),Y(t) >, <w(t), X (t) >),
gdzie uy(t) oraz vi(t) spetniaja warunki (4.5) i (4.6), oraz k-ta para zmiennych kanonicznych
(Ug, Vi) nie jest skorelowana z k — 1 zmiennymi kanonicznymi, gdzie

U, =< uk(t),Y(t) >,

Ve =< wi(t), X (1) >,

s3 funkcjonalnymi zmiennymi kanonicznymi. Taka procedure nazywa sie wygladzona analiza
korelacji kanonicznych.

Wyrazenie (pg, uy(t),vi(t)) nazywaé bedziemy k-tym ukltadem kanonicznym pary proceséw
losowych Y (t) oraz X (t).
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Niech
Var(a) = E(aa’) = X4,
Var(B) = E(B88') = Xy,
Cov(a, B) = E(af’) = Zps.

Zdefinujmy teraz zmienne kanoniczne U* =< u,a > oraz V* =< v, > odpowiednio dla
wektorow losowych a oraz . k-ta korelacja kononiczna 7, 1 zwiazane z nig wektory wagowe uy,

oraz vj, sa zdefiniowane nastepujaco:

Vi = sup Cov(<u,a >, < v, >) = u X0,
u€ERE+P yeREF+4

przy dodatkowych warunkach ograniczajacych
’U.;C(EH + )\Rl)uk = 1,

v;(EQQ + )\R2)vk = 1,

gdzie macierze Ry i Ry sa zdefiniowane odpowiednio za pomoca wyrazen (4.7) oraz (4.8), a
k-ta para zmiennych kanonicznych (U}, V;*) nie jest skorelowana z pierwszymi k — 1 parami
zmiennych kanonicznych. Wyrazenie (i, u,vx) nazywaé bedziemy k-tym ukladem kanonicz-
nym wektoréw losowych a oraz 3.

Prawdziwe jest nastepujace twierdzenie:

Twierdzenie 4.1. k-ty uktad kanoniczny (pg, ux(t),vk(t)) pary proceséw losowych Y (t) oraz
X (t) jest zalezny od k-tego uktadu kanonicznego (Vi,ur,vx) pary wektorow losowych e oraz 3

poprzez nastepujgcee rownosci:

Pk = Vi, ug(t) = @1 (t)u, t € I, V(1) = By (t)vy, t € Iy,
gdziek =1,..,min(K, +p, Ko +q), K1 = E1 + ..E,, Ko = F1 + ... + F,.
Dowdd. Funkcja kowariancji procesu losowego Y (¢) jest rowna:

ryy(s,t) = E[Y (s)Y ()] = ®1(s) E(aa’)®,(t) = ®)(5)L11 P ().

Analogicznie otrzymujemy:
rxx(s,t) = ®o(8)Laa®5 (1),
ryx(s,t) = ®1(5)E12®(t).
Bez utraty ogolnosci mozemy zaltozy¢, ze macierze Y11 oraz Y99 sa pelnego rzedu kolumnowego.

Mozna zatozy¢ (Ramsay i Silverman (2005)), ze funkcja wagowa u(t) i proces losowy Y (¢)

leza w tej samej przestrzeni, tzn. funkcja u(t) moze zostac¢ zapisana w nastepujacej postaci:
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gdzie u € RF1P. Wowezas
<u(t),Y(t) >=< ®1(t)u,®(t)a >=u' < ®,(t),®,(t) > a =vu'lg, 0 =va.
Analogicznie dla v(t) € Lo(13)? mamy:
<v(t), X (t) >=1'B,
gdzie v € RX2+4, Stad otrzymujemy:
E(<u(t),Y(t) >) =u' E(a) =a'0 =0,

E(<v(t),X(t) >) =v'E(8) = B0 =0,
Var(< u(t),Y(t) >) = u'Eu,
Var(< v(t), X (t) >) = v'Eqv,
Cov(<u(t),Y(t) > <v(t),X(t) >) =uSmw.

Rozwazmy pierwsza korelacje kanoniczng pomiedzy procesami losowymi Y (¢) oraz X (t):

P = sup Cov(<u(t),Y(t) > <v(t),X(t) >) =
u(t)eLy (I7)w(t)€La (I3)

Cov(<ui(t),Y(t) >, <wvi(t),X(t) >),
gdzie u(t) oraz v(t) speliaja odpowiednio ograniczenia (4.5) oraz (4.6). Jest to rownowazne

temu, ze

M= sSup u'Yo0 = u’1212v1,
ueREK1+P ycRE2+t4

przy dodatkowych warunkach ograniczajacych
Ull(zll + )\Rl)ul = 1,

’Ull(zgz + )\Rg)’vl = 1,

gdzie macierze R, oraz Ry sa wyrazone odpowiednio za pomoca réwnosci (4.7) oraz (4.8). Jest
to definicja pierwszej korelacji kanonicznej pomiedzy wektorami losowymi a oraz 3.

Z drugiej strony, jezeli zaczniemy od pierwszego uktadu kanonicznego (1, u;,v1) pary wek-
torow losowych a oraz 3, to pierwszy uktad kanoniczny pary procesow losowych Y (¢) oraz X (t)

otrzymamy 7z rownosci:
P1 = M, U, (t) = <I>1(t)u1, ’Ul(t) = <I>2(t)'v1.

Mozemy rozszerzy¢ nasze rozwazania na drugi uktad kanoniczny i kolejne. O
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Z Twierdzenie 4.1 wynika, ze zmienne kanoniczne Uy, i Vj, dla pary proceséw losowych Y (¢) =
®, (t)a oraz X (t) = ®,(t)B sa postaci Uy = uja oraz Vi, = v}, gdzie uy oraz vy sa wektorami
wagowymi w zmiennych kanonicznych U} = uja oraz V¥ = v}, 8 dla pary wektorow losowych a
oraz B, k =1,2, ..., min(K; + p, K3 + q).

Analiza korelacji kanonicznych dla wektoréw losowych a oraz B bazuje na macierzach
311,Y9 1 X, ktére sa nieznane. Estymujemy je na podstawie m niezaleznych realizacji
y1(t),y2(t), ..., yn(t) postaci y;(t) = ®1(t)&; procesu losowego Y (t), oraz x1(t),22(t), ..., 2, (t)
postaci z;(t) = @2(t>Bi procesu losowego X (t), 1 = 1,2, ..., n, gdzie

@i = (G40, ooy GY oy AL, ey B )
B = ( %)’ . gf}l, ...’@%), ,..,ﬁé;)“q)’.

Niech

oraz

R 1 A7~

Y, =-AA,
n

. 1 ara

222 - _BB>
n

$,= “A'B

~ PR N ~ P N ~ ~ A A ~ A
Niech ponadto C = ¥,; X5 oraz D = X,, ¥9;, gdzie X9y = 2/12. Macierze CD i DC maja te
same niezerowe wartoéci wlasne 42, a odpowiadajace im wektory wlasne wy, oraz 9 sa wyzna-
czane 7 réwnosci:
(C‘D - %IKler)ﬂk = 0>
(DC — Al 5y1q)01 = 0,
k=1,..min(K; +p, Ky +q).
Wowezas k-ty uktad kanoniczny pary procesow losowych Y (t) oraz X (t) wyznaczony z proby

ma nastepujaca postac:
Ak = A, () = @1 (E)ity,, 03, (t) = @2(t)0r)), k=1, .., min(K, +p, Kz + q).

Stad wspotezynniki rzutu i-tej realizacji y;(t) procesu Y (t) na k-ta funkcjonalna zmienna
kanoniczng sa rowne:

~

Ui =< a(t),y:(t) >= [ aw(t)ys(t)dt = &l
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Analogicznie wspotezynniki rzutu i-tej realizacji x;(t) procesu X (f) na k-ta funkcjonalng zmienng
kanoniczng sa réwne:
Vit = B,

gdzie 1 =1,2,...,n, k=1,... min(K; + p, Ky + q).

Ostatecznie wspotczynniki rzutu i-tej realizacji (y;(t),;(t)) procesow losowych Y (t) oraz
X (t) na plaszczyzne dwoch pierwszych funkcjonalnych zmiennych kanonicznych z proby sa
rowne (f)’ldi,ﬁllﬁi),i = 1,2, ...,n. Ponadto rzut na plaszczyzne ()a;,wHe;),i = 1,2,...,n, jest
rzutem na plaszezyzne dwoch pierwszych skladowych glownych procesu Y (t), a (948, 958,),i =
1,2,...,n, jest rzutem na plaszczyzne dwoch pierwszych sktadowych gtownych procesu X (t).

Prawdziwe sa nastepujace wlasnoéci zmiennych kanonicznych: zmienne kanoniczne nie sa

wzajemnie ortogonalne, tzn. dla i # j :
< U, U; >=UjU; = (wjo) i = o'uaor # 0.
< Vi, V; >=V/V; = (vi)'vjB = Bvw)B # 0.
< U, Vj >=U}V; = (u;0)V;B = o'uv}3 # 0.

Ponadto zmienne kanoniczne sa skorelowane, a wpolczynnik korelacji (przy zalozeniu, ze

Var(U;) = 1 = Var(V})) migdzy zmiennymi kanonicznymi U; = uja oraz V; = v’ jest rowny:
p(Ui, V;) = Cov(uior, v;8) = u; Cov(a, B)v; =

0, gdy i # J.

Dodatkowo zmienne kanoniczne U; = wja oraz U; = w)a nie sa wzajemnie skorelowane, tzn.

—_— / —
= uiZuuj = {

p(U;,U;) = Cov(U;, Uj) = Cov(< u;(t), X (t) >, <u;(t), X(t) >) =

1, gdyi=j,
0, gdyi#j.

Analogicznie zmienne kanoniczne V; = ;3 oraz V; = v’ nie sa wzajemnie skorelowane, tzn.

= Cov(ujo, war) = u; Cov(e, a)u; = w B u; = {

p(Vi, V;) = Cov(V;, V;) = Cov(< v;(t),Y (t) >, <v;(1),Y(t) >) =

L, gdyi=j,

= Cov(v;B3,v3) = v, Cov(B, B)v; = v/Xav,; =
(viB,v}3) (B, B)v, 220 {0, wdy i £ j.

Ostatecznie mozemy zapisac:

0, gdyi#j.
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oraz p(U;,U;) = 0 = p(V;,V;), gdy i # j. Wlasnosci te sa treScia Twierdzenia 8.1 ze str. 252
podrecznika Krzysko (2009).

O wktadzie poszczegdlnych sktadowych wektorowych proceséw losowych Y (t) oraz X (t) w
budowe zmiennych kanonicznych mozna wnioskowa¢ na podstawie wektorowych funkcji wago-

wych u(t) oraz v(t) analogicznie jak w przypadku funkcjonalnych sktadowych gltéwnych.



Rozdzial 5

Zastosowanie wybranych metod
statystycznych do wielozmiennych danych

funkcjonalnych

5.1 Przyktad 1.

Dane pochodza ze strony internetowej Banku Swiatowego (http://data.worldbank.org/). Do
analizy wybrano 54 kraje $wiata (n = 54). Nazwy tych krajow zostaly zaprezentowane w
Tab. 5.1, a wykresy wartosci poszczegblnych cech na Rys. 5.5. Obserwacje byly prowadzone w
latach 1972-2009 (J = 38). Kazdy kraj nalezy do jednej z 4 klas (wg stanu z 2009):

1. Niski dochdéd (Low-income) (PKB $1.025 lub mniej), ny = 3
2. Nisko-$redni dochod (Lower-middle-income) (PKB $1.026 do $4.035), ny = 19
3. Sredni doch6d (Upper-middle-income) (PKB $4.036 do $12.475), ns3 = 14
4. Wysoki dochdéd (High-income) (PKB $12.476 lub wiecej), ng = 18
i scharakteryzowany jest za pomoca 4 procesow:
o X;: Wzrost PKB (roczny wzrost w %)
e Xy: Zuzycie energii (stopa wzrostu zuzycia oleju w kg na osobe)
e X;: Emisja CO, (stopa wzrostu emisji w kt)

e X,: Populacja w aglomarecjach pow. 1 miliona ludnosci (% calej populacji kraju)
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Rysunek 5.1: Wykres cech dla poszczegdlnych krajow w badanym okresie czasowym
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Dane zostaty przeksztatcone do danych funkcjonalnych za pomoca metody opisanej w Roz-
dziale 1., a do obliczeni uzyto baze Fouriera. Momentom czasowym t; € [0, 7] = [0, 38] przypo-
rzadkowane zostaly poszczegolne lata w nastepujacy sposob: t; = 0,5(1972), ¢, = 1,5(1973), ..., t3s =
37,5(2009). Optymalna wielkos¢ bazy B dla kazego procesu X;,i = 1,2, 3,4 jest omoéwiona po-
nizej, oddzielnie dla funkcjonalnych sktadowych gtéwnych, zmiennych dyskryminacyjnych oraz

zmiennych kanonicznych.

Tablica 5.1: Kod i nazwa kraju

Klasa | Kod kraju Nazwa kraju Klasa | Kod kraju Nazwa kraju

COD Congo, Dem. Rep. CRI Costa Rica

1 KEN Kenya CUB Cuba
TGO Togo DOM Dominican Republic
BOL Bolivia ECU Ecuador
CMR Cameroon 3 IRN Iran, Islamic Rep.
COG Congo, Rep. PAN Panama
CIv Cote d’Ivoire PER Peru
EGY Egypt, Arab Rep. ZAF South Africa
SLV El Salvador THA Thailand
GHA Ghana AUS Australia
HND Honduras AUT Austria
IND India CAN Canada

2 IDN Indonesia DNK Denmark
MAR Morocco FIN Finland
NIC Nicaragua FRA France
NGA Nigeria GRC Greece
PAK Pakistan HUN Hungary
PRY Paraguay A ISR Israel
PHL Philippines ITA Italy
SEN Senegal JPN Japan
SDN Sudan KOR Korea, Rep.
SYR Syrian Arab Republic NLD Netherlands
DZA Algeria PRT Portugal
ARG Argentina SAU Saudi Arabia

3 CHL Chile SGP Singapore
CHN China ESP Spain
COL Colombia SWE Sweden

5.1.1 Funkcjonalne sktadowe gléwne

W Tab. 5.2(gora) zaprezentowano wariancje wyjasnione przez dwie pierwsze funkcjonalne skla-

dowe gléwne w zaleznosci od kryterium informacyjnego i metody wyboru liczby elementow bazy,
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a w Tab. 5.2(do6t) odpowiadajaca im liczbe elementow bazy B dla poszczegolnych procesow.
Mozna zauwazy¢, ze w prezentowanym przykladzie w przypadku funkcjonalnych sktadowych
gtownych, wpltyw na wyjasnienie wariancji ma jedynie metoda wyboru liczby elementéow bazy
bez wzgledu na wybrane kryterium informacyjne. W zwiazku z tym mozemy ograniczy¢ sie
jedynie do kryterium BIC. Optymalna liczba elementéw bazy B zostata wybrana przy uzy-
ciu metody minimum, gdyz taki wybor pozwala na najlepsze wyjasnienie wariancji przez dwie
pierwsze funkcjonalne sktadowe gltowne i wynosi 2 dla wszystkich procesow X, Xy, X5 oraz Xj.

Obiektami  statystycznymi  w  funkcjonalnej  analizie  skladowych  gléwnych
sa b4 panstwa (n = b4) scharakteryzowane czterema (p = 4) danymi funkcjonalnymi
z;(t) = (xi(t), zia(t), wis(t), zia(t))’, t € [0,38], ¢ = 1,2,...,54. Nie bierze si¢ pod uwage
przynaleznosci obiektu do jednej z czterech wyréznionych grup panstw. Funkcje wektorowe
x1(t),2o(t), ..., 254(t) maja postac

z;(t) = ®(t)¢,

gdzie ®(t) jest macierza postaci (1.3), natomiast wektor ¢; ma postaé

~

¢ = (Cir0(t), o, Ci1By» -y Cigo(t) s vy Ciamy )

gdzie B = By = B3 =B, =2,1=1,2,...,54. W kroku pierwszym z wektoréw ¢i, ¢y, ..., Cs4 bu-
dujemy macierz ﬁ], a nastepnie znajdujemy jej wartosci wtasne 7, i odpowiadajace im wektory
u,. Stosunki danej wartosci wtasnej do sumy wszystkich wartosci wtasnych wyrazone w pro-
centach pokazane sa na Rys. 5.2. Z Rys. 5.2 wynika, ze 94, 9% zmiennosci calkowitej przypada

na pierwsza funkcjonalna sktadowa gtoéwna.
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Rysunek 5.2: Udzial wariancji dla funkcjonalnych sktadowych gtéwnych (MFPCA).
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Tablica 5.2: Wariancje wyjasnione przez dwie pierwsze funkcjonalne sktadowe gléwne (gora)

oraz liczba elementéow bazy dla poszczegdlnych procesow X; PCA (dot)

Wariancje wyjasnione przez dwie pierwsze sktadowe glowne

Kryterium | Metoda A1 A /XN (%) Ao Ao /XN (%) | (M + X)) /EN (%)
min 9,07 x 103 94,94 1,46 x 102 1,53 96,47
RIC max 9,10 x 10? 88,95 1,92 x 102 1,87 90,83
dominanta | 9,07 x 103 94,75 1,46 x 102 1,53 96,28
érednia | 9,07 x 10? 94,18 1,50 x 102 1,56 95,74
min 9,07 x 10? 94,94 1,46 x 10? 1,53 96,47
oBIC max 9,10 x 103 88,95 1,92 x 10? 1,87 90,83
dominanta | 9,07 x 103 94,75 1,46 x 102 1,53 96,28
srednia | 9,07 x 103 94,18 1,50 x 102 1,56 95,74
min 9,07 x 103 94,94 1,46 x 102 1,53 96,47
ALC max 9,10 x 103 88,95 1,92 x 10? 1,87 90,83
dominanta | 9,07 x 103 94,75 1,46 x 10? 1,53 96,28
srednia | 9,07 x 103 94,18 1,50 x 102 1,56 95,74
Baza PCA
Kryterium Metoda | X7 | Xo | X3 | X4
min 3 3 3 3
RIC max 191 9 | 17| 13
dominanta 3
srednia 5 3 3
min 3 3 3 3
max 191 9 | 17| 13
eBIC ]
dominanta | 3 3
srednia 5 3 3
min 3 3 3 3
ALC max 19 9 | 17| 13
dominanta 3
srednia 3
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W kroku drugim tworzymy wektorowe funkcje wagowe
g (t) = ®(t)uy,
gdzie k =1, ..., 16, oraz odpowiadajace im funkcjonalne sktadowe gltéwne postaci
Up =< (1), X (t) >= .

Wykresy czterech sktadowych wektorowej funkcji wagowej dla pierwszej i drugiej funkcjonalnej
sktadowej gtownej pokazane s odpowiednio na Rys. 5.3.

W okreslonym punkcie czasowym ¢, im wicksza jest wartos¢ bezwzgledna sktadowej wek-
torowej funkcji wagowej, tym wiekszy jest udzial tej sktadowej w budowie danej funkcjonalnej
sktadowej gltownej. Z Rys. 5.3 (gora) widzimy, ze najwiekszy udzial w budowie pierwszej funk-
cjonalnej sktadowej gtownej przez wszystkie brane pod uwage lata obserwacji ma proces X4(t)
(populacja w aglomeracjach), a jego udzial w budowie tej zmiennej wynosi 92%. Oznacza to, ze
konstrukcje pierwszej sktadowej glownej moglibysmy wlasciwie ograniczy¢ do obserwacji liczby
ludnosci zyjacych w aglomarecjach poszczegolnych panstw. Z Rys. 5.3 (dot) widzimy natomiast,
ze na okreslonych przedziatach czasowych naprzemiennie najwickszy udzial w budowie drugiej
funkcjonalnej sktadowej gltownej maja procesy Xo(t) (zuzycie energii) i X;(t) (wzrost PKB).
Widzimy, ze dwa procesy lacznie, zuzycie energii i wzrost PKB, maja 92% udzial w budowie
drugiej sktadowej gtownej. Jednoczesnie mozemy zauwazy¢, ze emisja dwutlenku wegla ma bar-
dzo maly wplyw (ponizej 5% zaréwno na budowe pierwszej jak i drugiej sktadowej glownej.
Udzial danego procesu pierwotnego X;(t) w budowie pierwszej i drugiej funkcjonalnej sktadowe;
glownej oszacowaé mozna za pomoca pola pod modutem funkcji wagowych odpowiadajacych
temu procesowi i opisane to zostalo w Rozdziale 2., a wyniki te zawiera Tab. 5.3, przy czym P;

oznacza pole pod krzywa |u;(t)|, P dane jest wzorem (2.5).

Wzajemne polozenie 54 panstw w uktadzie dwoch pierwszych funkcjonalnych sktadowych
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Rysunek 5.3: Funkcje wagowe dla pierwszej funkcjonalnej sktadowej gtownej U, (gora). Funkcje

wagowe dla drugiej funkcjonalnej sktadowej gtownej Us (dot).
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gtownych (Ul,UQ) pokazane jest na Rys. 5.4. Uktad dwoch pierwszych funkcjonalnych skta-
dowych glownych zachowuje 96,3% zmiennosci calkowitej. Z rysunku tego mozna zabobser-
wowaé kraje odstajace takie jak Singapur (SGP), Korea Poludniowa (KOR), Chiny (CHN)
czy Demokratyczna Republika Konga (COD). Kraje dla ktérych pierwsza funkcjonalna skta-
dowe U; < —41 naleza do krajow o érednim lub wysokim PKB, a w dodatku gdy sktadowa
ta Uy < —110 to zawsze mamy do czynienia z krajem o wysokim PKD. Wszystkie kraje o
najnizszym PKB maja zawsze druga funkcjonalna sktadowa gltéowna U, < 0. Zauwazmy, ze
jezeli jednoczeénie U; > 0 oraz Us; > —41 to z pewno$cia mamy do czynienia z krajem o $red-
nim lub nisko-§rednim dochodzie. Najtrudniej identyfikowalne sa panstwa lezace w prostokacie
—17 < U; < 0 oraz —41 < Uy < 108, ktory skupia kraje nalezace do wszystkich wybranych

przez nas klas.

Tablica 5.3: Pola pod funkcjami wagowymi u;(¢) dla pierwszej i drugiej funkcjonalnej sktadowe;

gtownej.

Funkcje wagowe w;(t) dla pierwszej funkcjonalnej sktadowej gtownej Uy

i b, by xb;
4 6,07 92% 92%
3 0,25 4% 95%
2 0,19 3% 98%
1 0,12 2% 100%
Funkcje wagowe u;(t) dla drugiej funkcjonalnej sktadowej gtownej Us
i 2 P P
2 4,12 47% 47%
1 4,02 45% 92%
4 0,55 6% 98%
3 0,15 2% 100%
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Rysunek 5.4: Rzut 54 krajow na plaszczyzne dwoch pierwszych funkcjonalnych sktadowych
gtownych (Uy, U;) (MFDC).

5.1.2 Funkcjonalne zmienne dyskryminacyjne

W Tab. 5.4(gora) zaprezentowano wariancje wyjasnione przez dwie pierwsze funkcjonalne zmienne
dyskryminacyjne w zaleznosci od kryterium informacyjnego i metody wyboru liczby elemen-
tow bazy, a w Tab. 5.4(dot) odpowiadajaca im liczbe elementow bazy B dla poszczegdlnych
proceséw. Mozna zauwazy¢, ze analogicznie jak przy funkcjonalnych sktadowych gtownych w
prezentowany przyktadzie dla funkcjonalnych zmiennych dyskryminacyjnych, wptyw na wyja-
$nienie wariancji ma metoda wyboru liczby elementéw bazy bez wzgledu na wybrane kryterium
informacyjne. Tak jak poprzednio ograniczymy sie jedynie do kryterium BIC. W tym przypadku

dla zmiennych dyskryminacyjnych optymalna liczba elementow bazy B zostata wybrana przy
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Rysunek 5.5: Udziat wariancji dla funkcjonalnych zmiennych dyskryminacyjnych (MFDC).

uzyciu metody maksiumum, ktéra pozwala na najlepsze wyjasnienie wariancji przez dwie pierw-
sze zmienne i wynosi ona odpowiednio 18, 8, 16 oraz 12 odpowiednio dla procesow Xy, Xo, X3
i Xy

W konstrukeji funkcjonalnych zmiennych dyskryminacyjnych, w poréwnaniu z konstruk-
cja funkcjonalnych sktadowych gtéownych, uwzgledniamy dodatkowo informacje o podziale 54
paristw na 4 roztaczne grupy (L = 4). Z wektoroéw ¢; budujemy estymator B macierzy zmienno-
Sci miedzy klasami oraz estymator T macierzy zmiennosci catkowitej, a nastepnie znajdujemy
niezerowe wartosci wlasne 4, macierzy T_lB oraz odpowiadajace im wektory ug, k = 1,2, 3.
Stosunki danej wartosci wlasnej do sumy wszystkich wartosci wtasnych wyrazone sa w procen-
tach na Rys. 5.5. Z Rys. 5.5 wynika, ze 82,4% zmiennosci calkowitej przypada na pierwsza
funkcjonalng zmiennag dyskryminacyjna.

W kroku drugim tworzymy wektorowe funkcje wagowe
(1) = B(0)i,
gdzie k = 1,2, 3, oraz odpowiadajace im funkcjonalne zmienne dyskryminacyjne postaci
Up =< (1), X (t) >= 1.

Wykresy czterech sktadowych wektorowej funkcji wagowej dla pierwszej i drugiej funkcjonalnej
zmiennej dyskryminacyjnej pokazane sa odpowiednio na Rys. 5.6. Z Rys. 5.6 widziemy, ze w
przypadku funkcjonalnych zmiennych dyskryminacyjnych brak jest funkcji wagowej ktora by

dominowata na calym przedziale czasowym tak jak to miato miejsce przy konstrukcji funk-
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Tablica 5.4: Wariancje wyjasnione przez dwie pierwsze funkcjonalne zmienne dyskryminacyjne

(gora) oraz liczba elementow bazy dla poszczegdlnych procesow X; (dot).

Wariancje wyjasnione przez dwie pierwsze funkcjonalne zmienne dyskryminacyjne

Kryterium | Metoda A1 A /XN (%) Ao Ao /XN (%) | (M + X)) /EN (%)
min 1,21 56,14 0,73 33,95 90,09
BIC max 9,33 x 107 82,44 1,79 x 107 15,86 98,30
dominanta 3,11 74,75 0,80 19,24 93,99
srednia 2,52 65,67 0,91 23,82 89,49
min 1,21 56,14 0,73 33,95 90,09
oBIC max 9,33 x 107 82,44 1,79 x 107 15,86 98,30
dominanta 3,11 74,75 0,80 19,24 93,99
srednia 2,52 65,67 0,91 23,82 89,49
min 1,21 56,14 0,73 33,95 90,09
ALC max 9,33 x 107 82,44 1,79 x 107 15,86 98,30
dominanta 3,11 74,75 0,80 19,24 93,99
srednia 2,52 65,67 0,91 23,82 89,49
Baza DC
Kryterium | Metoda | X; | Xy | X35 | X4
min 3 3 3 3
max 19 9 | 17| 13
BIC )
dominanta 3 7
srednia 3
min 3 3 3 3
max 19 9 | 17| 13
eBIC
dominanta | 3 3 3 7
srednia 3
min 3 3 3 3
max 191 9 | 17| 13
AIC )
dominanta | 3 3 3 7
srednia 3
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Tablica 5.5: Pola pod funkcjami wagowymi wu;(t) dla pierwszej i drugiej funkcjonalnej zmienne;

dyskryminacyjnej.
Funkcje wagowe u;(t) dla pierwszej funkcjonalnej zmiennej dyskryminacyjnej Uy
i P; P YPr
3 3,45 39% 39%
4 3,35 38% 7%
1 1,56 18% 95%
2 0,54 6% 100%
Funkcje wagowe u;(t) dla drugiej funkcjonalnej zmiennej dyskryminacyjnej Us
i P P P
3 3,30 37% 37%
4 2,73 30% 67%
1 1,87 21% 88%
2 1,12 12% 100%

cjonalnych sktadowych gtownych. W budowie pierwszej i drugiej funkcjonalnej zmiennej dys-
kryminacyjnej najwickszy udzial na proces X;(¢) (emisja C'Os) oraz X4(t) (populacja w aglo-
meracjach), natomiast na niewielkich przedziatach czasowych dominuje proces Xi(t) (wzrost
PKB). Podczas gdy emisja C'Oy na najwiekszy udziat (powyzej 36%) w budowie obu funkcjo-
nalnych zmiennych dyskryminacyjnych, to w przypadku funkcjonalnych sktadowych gtéwnych
miala wplyw na poziomie ponizej 5%. Udzialy poszczegolnych proceséw w budowie pierwszej i
drugiej funkcjonalnej zmiennej dyskryminacyjnej procesu wektorowego X (t) zawiera Tab. 5.5.

Wzajemne polozenie 54 panstw w uktadzie dwoch pierwszych funkcjonalnych zmiennych
dyskryminacyjnych pokazane jest na Rys. 5.7. Uktad dwoch pierwszych funkcjonalnych zmien-
nych dyskryminacyjnych zachowuje 98,30% zmiennosci catkowitej. Wszystkie kraje, dla kto-
rych pierwsza funkcjonalna zmienna dyskryminacyjna U; < —10000 naleza do krajow wysokim
PKB. Kraje o PKB nie wiekszym niz $12.475 majg zawsze pierwszg zmienng U; > 4500. Na
podstawie drugiej funkcjonalnej zmiennej dyskryminacyjnej mozemy rozréznia¢ kraje o niskim i
nisko-§rednim dochodzie. Ot6z, gdy druga funkcjonalna zmienna dyskryminacyjna U < —2500,
to wowczas sa to zawsze kraje o nisko-§rednim dochodzie, a gdy U, > 14000 to o niskim do-
chodzie. Kraje o PKB wiekszym niz $4.036 maja druga zmienng —2500 < Uy < 14000 (kraj o
co najmniej §rednim dochodzie). Uzywajac jednoczesnie dwoch funkcjonalnych zmiennych dys-
kryminacyjnych mozemy jednoznacznie rozrézniaé¢ kraje o srednim PKB, tzn. dla wszystkich
krajow z tej grupy zachodza warunki —2500 < U, < 14000 oraz U; > 4500. W poréwnaniu
z rzutem na dwie pierwsze funkcjonalne sktadowe gtéwne, podzial na 4 jednorodne grupy jest

tutaj wyraznie widoczny.



Zastosowanie wybranych metod statystycznych do wielozmiennych danych
funkcjonalnych 57

N
g
-
g
o ]
o
-
O' —
! .
1 ! l ]
v ! I o
~ [ (I
? 7 v (] — Ql(t)
v - - ﬂz(t)
%3(0
= Uy()
T T T T T T T T
1972 1977 1982 1987 1992 1997 2002 2007
@ _
o
N
o
-
ug
o ]
o
-
o' —
T
N
O' —
T
N
— Ul(t)
- Gz(t)
N
™ %3(0
2 00

T T T T T T T T
1972 1977 1982 1987 1992 1997 2002 2007

Rysunek 5.6: Funkcje wagowe dla pierwszej funkcjonalnej zmiennej dyskryminacyjne;j U, (gora).

Funkcje wagowe dla drugiej funkcjonalnej zmiennej dyskryminacyjnej U, (dot).
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Rysunek 5.7: Rzut 54 krajow na ptaszczyzne dwoch pierwszych funkcjonalnych zmiennych dys-
kryminacyjnych (Ul, UQ) (MFDC).
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5.1.3 Funkcjonalne zmienne kanoniczne

W konstrukeji funkcjonalnych zmiennych kanonicznych nie uwzgledniamy podziatu 54 paristw
na 4 grupy, a czterowymiarowy proces stochastyczny dzielimy na dwie czesci:
Y (t) = (Xa(t), X5(t)) oraz X (t) = (X1(t), X4(t))’. W naszym przypadku p = ¢ = 2. Interesuje
nas zaleznos¢ miedzy procesami Y (t) oraz X (¢). Budujemy estymatory macierzy ¥q1, X9 1 19,
a nastepnie znajdujemy niezerowe wartoéci wlasne 47 i odpowiadajace im wektory u;, macierzy
CD oraz wartosci wlasne 42 i odpowiadajace im wektory v macierzy DC , gdzie C = 21_11212
oraz D = 22_21221,221 = 2/12, kE=1,..,6.

W Tab. 5.6 zaprezentowano dwa pierwsze wspotczynniki korelacji oraz odpowiadajaca im
liczbe elementéw bazy dla poszczegélnych procesow X; w zaleznosci od kryterium informa-
cyjnego i metody wyboru liczby elementéw bazy. Podobnie jak poprzednio przy konstrukcji
funkcjonaln sktadowych gtéwnych i zmiennych dyskryminacyjnych, wspoétcznniki korelacji zla-
ezg jedynie od metody wyboru liczby elementéw bazy bez wzgledu na wybrane kryterium
informacyjne. Optymalna liczba elementéw bazy B zostala wybrana przy uzyciu kryterium
maksiumum analogicznie jak przy funkcjonalnych zmiennych dyskryminacyjnych, i wynosi ona
odpowiednio 18, 8, 16 oraz 12 odpowiednio dla procesow X, Xo, X351 X.

Wartosci wlasne 4y, nazywane korelacjami kanonicznymi, pokazane sa na Rys. 5.8.

1.0

0.6

Korelacje kanoniczne

0.2

0984 0942 0.884 0.772 0.689 0.605 0414 0.297 0.128

0.0
L

Rysunek 5.8: Wspoétezynniki korelacji kanonicznych (MFCCA).
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Tablica 5.6: Dwa pierwsze wspolczynniki korelacji kanoniczych (gora) oraz liczba elementow

bazy dla poszczegdlnych procesow X; (dot)

Dwa pierwsze wspotcezynniki korelacji
Kryterium | Metoda p1 P2
min 0,9078 | 0,8453
max 0,9845 | 0,9723
BIC
dominanta | 0,9509 | 0,8810
Srednia 0,9317 | 0,8963
min 0,9078 | 0,8453
max 0,9845 | 0,9723
eBIC
dominanta | 0,9509 | 0,8810
srednia 0,9317 | 0,8963
min 0,9078 | 0,8453
max 0,9845 | 0,9723
AIC
dominanta | 0,9509 | 0,8810
srednia 0,9317 | 0,8963
Baza CCA
Kryterium Metoda | X7 | Xo | X3 | X4
min 3 3 3 3
max 19 9 | 17| 13
BIC
dominanta 3
$rednia 5 3 3
min 3 3 3 3
max 19 9 | 17| 13
eBIC )
dominanta | 3 3
$rednia 5 3 3
min 3 3 3 3
max 19 9 | 17| 13
AIC
dominanta 3
srednia 3
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W kroku drugim tworzymy wektorowe funkcje wagowe
ug(t) = ®4(t)uy, U(t) = ®o(t)vy,

odpowiadajace procesom Y (t) oraz X (t), gdzie k = 1, ..., 6. Funkcjom tym odpowiadaja funk-

cjonalne zmienne kanoniczne postaci
Uk =< ’&k(t),Y(t) >, Vk =< ’lA)k(t),X(t) >,

odpowiadajace procesom Y (t) oraz X (t). Wykresy dwoch sktadowych wektorowej funkcji wa-
gowej dla pierwszej i drugiej funkcjonalnej zmiennej kanonicznej procesow Y (t) oraz X (t) po-
kazane sa na Rys. 5.9 oraz 5.10.

Z Rys. 5.9 widzimy, ze naprzemiennie dominuje X(t) (zuzycie energii) oraz X3(t) (emisja
CO,), przy czym, zar6wno w przypadku pierwszej i drugiej funkcjonalnej zmiennej kanonicznej
procesu Y (t), wklad procesu opisujacego zuzycie energii w budowe tych zmiennych jest nieco
wiekszy (ponad 50%) niz procesu opisujacego emisje C'O,. Z kolei Rys. 5.10 ilustruje wyraz-
nie dominacje procesu X;(t) (wxrost PKB), ktorego udziat przy konstrukeji dwoch pierwszych
funkcjonalnych zmiennych kanonicznych procesu X(¢) jest na poziomie powyzej 90%. Przy-
pomnijmy, ze udziat populacji w aglomeracjach w budowie pierwszej funkcjonalnej sktadowe;j
gléwnej i zmiennej dyskryminacyjnej byl réwniez na poziomie ponizej 20%. Udzialy poszcze-
gblnych proceséw w budowie pierwszej i drugiej funkcjonalnej zmiennej kanonicznej proceséow
wektorowych X (t) oraz Y (t) zawiera Tab. 5.7.

Wzajemne potozenie 54 panstw w uktadach (Ul, Ug), (Vl, Vg) oraz (Ul, Vl) funkcjonalnych
zmiennych kanonicznych pokazane jest na Rys. 5.11 oraz 5.12.

Przypomnijmy, ze Y (t) = (Xa(t), X3(t)) oraz X(t) = (Xi(t), X4(t))". Proces wektorowy
Y (t) mozemy nazwa grupa procesoéw ekologicznych, a proces X (t) grupa procesow ekonomicz-
nych. Interesowata nas sita zaleznos$ci pomiedzy tymi dwoma grupami proceséow. Rys. 5.12
pokazuje rzut na ptaszczyzne pierwszej pary funkcjonalnych zmiennych kanonicznych (Ul, Vl)
Wspotezynnik korelacji p; zwiazany z ta para jest na poziomie 0,98, co oznacza, ze obserwa-
cje leza blisko prostej (y = x). Mozna to interpretowaé jako zastepowalnosé grupy procesow
ekologicznych poprzez ekonomiczne i na odwrot. Jest to szczegodlnie wazne w niektoérych prak-
tycznych zagadnieniach, gdy np. pomiar jaki§ proceséw jest bardzo drogi lub wrecz niemozliwy.
Ponadto uktady (U3, Us), (V1, Va) traktowaé¢ mozna jako uktady dwoch pierwszych funkcjonal-
nych sktadowych gltéwnych dla wektorowych procesow Y (¢) oraz X (t) odpowiednio.
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Rysunek 5.9: Funkcje wagowe dla pierwszej funkcjonalnej zmiennej kanonicznej U, (gora). Funk-

cje wagowe dla drugiej funkcjonalnej zmiennej kanonicznej Us (dot).
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Rysunek 5.10: Funkcje wagowe dla pierwszej funkcjonalnej zmiennej kanoniczne;j Vi (z lewej).

Funkcje wagowe dla drugiej funkcjonalnej zmiennej kanoniczne;j Vs (z prawej).
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Tablica 5.7: Pola pod funkcjami wagowymi w;(t) dla pierwszej i drugiej funkcjonalnej zmienne;

kanoniczne;j.
Funkcje wagowe dla pierwsza funkcjonalnej zmiennej kanonicznej V;
i P, E; ]
0,89 92% 92%
4 0,08 8% 100%
Funkcje wagowe dla drugiej funkcjonalnej zmiennej kanonicznej V5
i P P; P
1,02 93% 93%
4 0,08 ™% 100%
Funkcje wagowe dla pierwsza funkcjonalnej zmiennej kanonicznej U,
i P, P P
2 0,79 52% 52%
3 0,73 48% 100%
Funkcje wagowe dla drugiej funkcjonalnej zmiennej kanonicznej U,
i P, E; ]
2 0,67 58% 58%
3 0,48 42% 100%




Zastosowanie wybranych metod statystycznych do wielozmiennych danych

funkcjonalnych

65

MFCC2 (Y)

MFCC2 (X)

IRN

(2}

DZA

THA

B Sredni dochéd

B Wysoki dochod

B Nisko-sredni dochéd
B Niski dochéd

IDN

PRT
ISR

ESRIPNHN
NLD

MARLy AHANS

c GHA
CRI %‘“ ARG
EGWE TGO

EC

U SYR

DOMHND
NGASDN

HUN  &6b

CHL

PAN

PER

GREAF  sEN
o

cuB

MFCC1 (Y)

IRN

KOR

SGP

ECU
SYR

DZA

THA

B Sredni dochéd

B Wysoki dochéd

B Nisko-sredni dochéd
B Niski dochoéd

IDN

JPN

CHN
SLV

CHL

PAK  DNK

IND
FRANTD G
ESP Clv
MARCANE Ggame
NEOEIN
DOWARRY

HND
NGA ZAPEN
C@ERC

HUN cob

CMR
cuB

HA

TGORG

PAN

PER

MFCC1 (X)

Rysunek 5.11: Rzut 54 krajow na plaszczyzne dwoch pierwszych funkcjonalnych zmiennych
kanonicznych (Uy, Uy) przestrzeni Y (t) (gora) oraz (Vi, Va) przestrzeni X (t) (dot) (MFCCA).
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Rysunek 5.12: Rzut 54 krajow na plaszczyzne pierwszych funkcjonalnych zmiennych kanonicz-
nych (U, V;) (MFCCA).
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5.2 Przyktad 2.

Dane zostaly udostepnione przez dra hab. inz. Rafala Nadulskiego z Uniwersytetu Przyrodni-
czego w Lublinie, a szczegolowy opis znajduje sie w pracy Nadulskiego (2005). Badania prowa-

dzono na jabtkach 6 odmian:
1. Arlet
2. Gala
3. Gloster
4. Golden (Golden Delicious)
5. Jonagold (Jonagold Decosta)
6. Szampion

Owoce pochodzily ze specjalistycznego gospodarstwa sadowniczego mieszczacego sie na te-
renie gminy Markuszow. Owoce zrywano w pierwszej potowie pazdziernika. Badania wykonano
w sezonie 2009/2010. Dojrzalos¢ jabtek okreslano na podstawie testu skrobiowego. Do badari
pobrano owoce z szyputkami o zblizonej wielko$ci. Owoce przechowywano w chtodni z kontro-
lowana atmosfera (ULO) i w chlodni zwyklej (CH):

e ULO - przy obnizonej zawartosci tlenu
e CH - atmosfera niezmieniona (taka jaka oddychamy)

Owoce przeznaczone do badan przechowywano w siatkach umieszczonych w azurowych,
plastikowych skrzynkach. Skrzynki ustawiano w sposéb zapewniajacy swobodna cyrkulacje po-
wietrza. Testy wytrzymaltosciowe przeprowadzono w Katedrze Inzynierii i Maszyn Spozywczych
Uniwersytetu Przyrodniczego w Lublinie. Owoce po wyjeciu z chtodni przetrzymywano w po-
mieszczeniu laboratoryjnym do osiagniecia rownowagi z warunkami otoczenia. Pomiary prowa-
dzono w statych warunkach w temperaturze 21° + 1° oraz przy wilgotnosci 65% + 5%. Owoce
badano bezposrednio po zbiorze a nastepnie w odstepach co 15 dni. Badania mechanicznych
wlasciwosci tekstury prowadzono przy pomocy pieciu metod (z uzyciem standardowej apara-
tury wytrzymalosciowej Instron 4302 wyposazonej w gtowice pomiarowa o zakresie do 10 kN),

tj.:

e Metoda 1 (M1) - test penetrometryczny polegajacy na wbijaniu penetrometru o $rednicy

11 mm na gtebokos¢ 8 mm

e Metoda 2 (M2) - test przebijania skorki penetrometrem o $rednicy 8 mm
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e Metoda 3 (M3) - test podwojnego $ciskania probki wycietej z miazszu (wys. 10 mm, Sr.
15 mm) (test TPA)

e Metoda 4 (M4) - test Sciskania probki j/w ale jednokrotny w zakresie sprezystym.

e Metoda 5 (M5) - test rozciagania probki wycietej z miazszu, ksztalt pierscienia szer. 10

mm, §r. wew. 11 mm, ér. zew 17 mm

W badaniach wykorzystano oprogramowanie firmy Instron serii IX. W przypadku kazdego
testu stosowano predko$é obcigzania probki wynoszaca 20 mm-min~!. Kazdy pomiar wykonano
w dziesieciu powtérzeniach. W kazdej z metod badano rézne zastawy cech. Cechy badane w
metodzie M1:

e Xi: Fm (Fsfl11) - sita penetracji (jedrnosé), [V]
e X,: SLm (SLsfl1) - wspolczynnik sprezystosci w tescie penetracji, [N - mm™!]
e X3: Pm (Psfll) - praca penetracji, [J - 1007]

Cechy badane w metodzie M2:

Xy4: Fp (Fp8) - sita potrzebna do przebicia skorki owocu, [N]

X5: Lp (Lp8) — deformacja odpowiadajaca sile Fp (Fp8), [mm)]

Xg: SLp (SLPp8) - wspotezynnik sprezystosci w tescie przebicia skorki, [N - mm™!]

X7: Pp (Pp8) - praca potrzebna do przebicia skorki, [J - 1007}

Cechy badane w metodzie M3:

Xg: FI (Fsl) - twardosé 1, [J]

Xo: FII (Fs2) - twardos¢ 11, [J]

e Xjg: PI (Psl) - praca deformacji I, [J - 1007!]

e Xi;: PII (Ps2) - praca deformacji IT, [J - 1007]

e X5 Cs — spoistosé, [-1007!]

e Xi3: SLI (SL1s)- wspolczynnik sprezystosci w tescie podwojnego Sciskania, [N - mm™1]
Cechy badane w metodzie M4:

e Xy,: Fz (Fkr) - sita potrzebna do trwalej deformacji miazszu, [N]
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e Xi;5: Lz (Lkr) - Lz (Lkr) - deformacje wzgledna odpowiadajaca sile Fz (Fkr), [mm)]
o Xi4: Lz (Lkr) - deformacje wzgledna odpowiadajaca sile Fz (Fkr), [%]

e Xi7: Ss (S) - sprezystos¢, [mm - 1071

e Xig: Ez - modul sprezystosci miazszu w tescie $ciskania, [M Pa - 1071]

Cechy badane w metodzie Mb:

e Xio: Fr — sila zrywajaca probke, [N - 1071]

e Xy Lr — deformacja odpowiadajaca sile Fr, [V - 1071]

e Xy : SLr - wspotezynnik sprezystosci, [N - mm™!]

e Xy Er - modut sprezystosci w tescie zrywania, [M Pa - 107]

Reasumujac przez 180 dni, co 15 dni badano 6 odmian jablek (liczba klas L = 6) za pomoca
5 metod badawczych w 10 powtérzeniach. Pomiary byty dokonywane w dniach 0, 15, 30, ..., 165
i 180, tacznie w 13 punktach czasowych (J = 13). Momentom czasowym t; € [0,7] = [0, 13],
przyporzadkowane zostaly dni pomiar6w w nastepujacy sposob: t; = 0,5 (0 dzieni), to = 1,5
(15 dzienn), t3 = 2,5 (30 dzien),..., t13 = 12,5 (180 dzien). Kazda odmiana byla badana w
10 powtérzeniach w kazdym momencie czasowym i scharakateryzowana byla za pomoca 22
cech, ktore uzyskano za pomoca 5 metod badawczych. Dane zostaly przeksztatcone do danych
funkcjonalnych za pomoca metody opisanej w Rozdziale 1. Do obliczeri uzyto baze Fouriera.
Optymalny wyboér liczby elementéow bazy B dla poszczegdlnych procesow X;, @ = 1,2, ..., 22,

zostanie omoéwiony ponizej, z osobna dla kazdej z metod prezentowanych w Rodziatach 2.-4.

5.2.1 Funkcjonalne skltadowe gléwne

W Tab. 5.8(gora) zaprezentowano wariancje wyjasnione przez dwie pierwsze funkcjonalne skta-
dowe glowne w zaleznosci od kryterium informacyjnego i metody wyboru liczby elementéw
bazy, a w Tab. 5.8(d6t) odpowiadajaca im liczbe elementéw bazy dla poszczegolnych procesow.
Tak jak w poprzednim przyktadzie i tym razem w przypadku funkcjonalnych sktadowych gtow-
nych, wplyw na wyjasnienie wariancji ma jedynie metoda wyboru liczby elementow bazy bez
wzgledu na wybrane kryterium informacyjne. Mozemy ograniczy¢ sie znoéw do kryterium BIC.
Optymalna liczba elementéw bazy B zostala wybrana przy uzyciu metody minimum, gdyz taki
wyboér pozwala na najlepsze wyjasnienie wariancji przez dwie pierwsze funkcjonalne sktadowe
gtowne i wynosi 2 dla wszystkich procesow X; 2 =1, ..., 22.

Obiektami statystycznymi w funkcjonalnej analizie sktadowych gtownych jest 120 jabtek (10

powtorzen kazdej z 6 odmian w 2 warunkach przechowywania) (n = 120) scharakteryzowanych
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Tablica 5.8: Wariancje wyjasnione przez dwie pierwsze funkcjonalne sktadowe gléwne (gora)

oraz liczba elementéow bazy dla poszczegolnych procesow X; (dot).

Wariancje wyjasnione przez dwie pierwsze sktadowe glowne

Kryterium | Metoda A1 A /XN (%) Ao Ao /XN (%) | (M + X)) /XN (%)
min 5,24 x 10* 75,41 6,48 x 10? 9,34 84,75
max 5,28 x 10% 69,55 8,45 x 10? 11,12 80,67
BIC dominanta | 5,24 x 10* 75,11 6,54 x 103 9,37 84,48
srednia | 5,24 x 104 74,90 6,59 x 10? 9,42 84,32
min 5,24 x 10* 75,41 6,48 x 10? 9,34 84,75
max 5,28 x 10* 69,55 8,45 x 10? 11,12 80,67
eBIC dominanta | 5,24 x 10* 75,11 6,54 x 103 9,37 84,48
érednia | 5,24 x 104 74,90 6,59 x 10? 9,42 84,32
min 5,24 x 10% 75,41 6,48 x 10? 9,34 84,75
max 5,28 x 10% 69,55 8,45 x 10? 11,12 80,67
AIC dominanta | 5,24 x 10* 75,11 6,54 x 103 9,37 84,48
srednia | 5,24 x 104 74,90 6,59 x 10? 9,42 84,32
PCA
Kryterium | Metoda Nr procesu X;
1] 213457810 |11 | 12| 13,14 | 15,16 | 17-22
min 3 13| 3 3 3 313 3 3 3
max 111111 | 11 | 11 |11 (11| 11 9 11
BIC
dominanta 5t 3
srednia 3 15| 3 5 3 515 3 3 3
min 3 3
max 111111 11 | 11 (11 (11| 11 9 11
eBIC
dominanta D 3
srednia 3151 3 ) 3 5 | 5 3 3 3
min 3 13| 3 3 3 313 3 3 3
max 111111 | 11 | 11 |11 (11| 11 9 11
AIC
dominanta D 3
srednia D 3
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22 (p = 22) danymi funkcjonalnymi z;(t) = (x;1(t), i (t), ..., Tia(t))', t € [0,13], 4 = 1,2, ..., 120.
Nie bierze si¢ pod uwage przynaleznosci obiektu do jednej z szesciu wyrdznionych odmian ani

warunkow przechowywania. Funkcje wektorowe x1(t), 22(t), ..., Z120(t) maja postaé

gdzie ®(t) jest macierza postaci (1.3), natomiast wektor ¢; ma postaé

~

C;, = (éil(](t)v LR éilBlv ceey éi22,0(t>7 ceey éi22322)/7

gdzie By = By = ... = By = 2,1 = 1,2,...,120. W kroku pierwszym z wektoréw ¢, s, ..., €129
budujemy macierz f], a nastepnie znajdujemy jej wartosci wlasne 44 i odpowiadajace im wek-
tory uy. Stosunki danej wartosci wtasnej do sumy wszystkich wartosci wlasnych wyrazone w

procentach pokazane sg na Rys. 5.13. Z Rys. 5.13 wynika, ze 75,4% zmiennosci catkowite;

100
|

80
|

Udzial wariancji (w %)
40

b

7%54 15 03 02 01 0 0O O O OOOOOOOOOO

Rysunek 5.13: Udzial wariancji dla poszczegolnych funkcjonalnych sktadowych gtéwnych
(MFPCA).

przypada na pierwsza funkcjonalng sktadowa gtéwna.

W kroku drugim tworzymy wektorowe funkcje wagowe
g (t) = ®(t)uy,
gdzie k =1, ..., 46, oraz odpowiadajace im funkcjonalne sktadowe gtéwne postaci

Up =< (1), X (t) >= 1.
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Wykresy dziewieciu najwiekszych (w sensie pola pod modutem funkcji wagowej) sktadowych
wektorowej funkcji wagowej dla pierwszej i drugiej funkcjonalnej sktadowej gléwnej pokazane
sa odpowiednio na Rys. 5.14.

W okreslonym punkcie czasowym ¢, im wicksza jest wartos¢ bezwzgledna sktadowej wek-
torowej funkcji wagowej, tym wickszy jest udzial tej sktadowej w budowie danej funkcjonalne;j
sktadowej gtownej. Z Rys. 5.14 (gora) widzimy, ze najwiekszy udzial w budowie pierwszej funk-
cjonalnej sktadowej gtéwnej przez wszystkie brane pod uwage momenty obserwacji ma proces
Xoo (deformacja odpowiadajaca sile Fr), a jego udzial w budowie tej zmiennej wynosi 15%.
Proces ten ma réowniez najwickszy wptyw na budowe drugiej funkcjonalnej sktadowej gtéwnej
przez wiekszo$¢ badanych momentéw czasowych, z udzialem na poziomie 22%. Zauwazmy, ze
dziewie¢ z dwudziestu dwoch wybranych procesow, tj. sita penetracji (X;), twardosé 11 (Xy),
praca deformacji I (X7), praca deformacji II (X11), spoistos¢ (X12), wspotezynnik sprezystosci
w tescie podwojnego $ciskania (X;3), deformacje wzgledna odpowiadajaca sile Fz (X;5), defor-
macja odpowiadajaca sile Fr (Xs), modul sprezystosci w tescie zrywania (Xs0), ma lacznie
76% udzial w budowie pierwszej funkcjonalnej sktadowej gtownej oraz 81% udzial w budowie
drugiej funkcjonalnej sktadowej gtéwnej. Zaden z tych dziewieciu proceséw nie jest uzyskany
przy pomocy testu przebijania skorki penetrometrem o srednicy 8 mm (Metoda M2). Ponadto
udzial kazdego z procesow, opisujacych wspolezynnik sprezystosci w tescie penetracji (Xs),
wspoltezynnik sprezystosci w tescie przebicia skorki (Xg), prace potrzebna do przebicia skorki
(X7), twardos¢ I (Xs), deformacje wzgledna odpowiadajaca sile Fz (Xi6), sprezystosé (Xir),
modul sprezystosci miazszu w tescie Sciskania (Xig), sile zrywajaca probke (Xig) oraz wspol-
czynnik sprezystosci (Xa1), jest na poziomie ponizej 3% i to zar6wno w przypadku pierwszej jak
i drugiej funkcjonalnej sktadowej gtownej. Udzial danego procesu pierwotnego X;(¢) w budo-
wie pierwszej i drugiej funkcjonalnej sktadowej gtéwnej oszacowaé¢ mozna za pomoca pola pod
modutem funkcji wagowych odpowiadajacych temu procesowi i opisane to zostato w Rozdziale
2., a wyniki te zawiera Tab. 5.9, przy czym P, oznacza pole pod krzywa |u;(t)|, a P dane jest
wzorem (2.5).

Wzajemne potozenie 120 jabtek uktadzie dwoch pierwszych funkcjonalnych sktadowych
gltownych (Ul, UQ) pokazane jest na Rys. 5.15. Uktad dwoch pierwszych funkcjonalnych sktado-
wych glownych zachowuje 84, 8% zmiennosci catkowitej. W ukladzie tym wszystkie jabtka typu
Arlet, Gala i Szampion leza w prostokacie —400 < U; < 210 oraz Uy > —50. Pozostate odmiany
lezace poza tym prostokatem, tj. gdy U1l > 210 lub U; < —50, sg zwsze odmianami Gloster,
Golden lub Janogold. Najtrudniej rozréznialne sa odmiany Gloster i Golden, ktére osiagaja
dojrzato$é¢ konsumpcyjna na przetomie listopada i grudnia. Natomiast najlepiej odseparowana
jest odmiana Szampion, ktéra osiaga dojrzalo$é¢ konsumpcyjna w potowie pazdziernika i dla

ktorej zawsze zachodzi Ul < —100 oraz U, > 50.
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Rysunek 5.14: Funkcje wagowe dla pierwszej funkcjonalnej sktadowej gtéwnej U, (gora). Funkcje

wagowe dla drugiej funkcjonalnej sktadowej gtownej U (dot).
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Tablica 5.9: Pola pod funkcjami wagowymi u;(t) dla pierwszej i drugiej funkcjonalnej sktadowej

gtownej.
Funkcje wagowe u;(t) dla pierwszaj sktadowej gtéwnej Uy
i P; P TPy
20 1,76 15% 15%
22 1,32 12% 27%
9 1,22 11% 38%
10 1,16 10% 48%
1 0,76 7% 55%
13 0,75 ™% 61%
12 0,59 5% 66%
15 0,58 5% 1%
11 0,56 5% 76%
14 0,45 4% 80%
3 0,42 4% 84%
0,42 4% 88%
0,39 3% 91%
19 0,28 2% 94%
18 0,21 2% 95%
2 0,19 2% 97%
7 0,14 1% 98%
21 0,09 1% 99%
0,08 1% 100%
0,01 0% 100%
16 0,01 0% 100%
17 0,01 0% 100%
Funkcje wagowe u;(t) dla drugiej funkcjonalnej sktadowej gtownej Ua
i P; P TP
20 1,95 22% 22%
22 1,31 15% 36%
9 0,9 10% 46%
10 0,84 9% 55%
13 0,53 6% 61%
15 0,51 6% 67%
12 0,45 5% 2%
11 0,43 5% ™%
1 0,38 4% 81%
14 0,36 4% 85%
0,22 2% 87%
0,22 2% 90%
19 0,22 2% 92%
5 0,18 2% 94%
18 0,11 1% 95%
7 0,1 1% 96%
21 0,1 1% 98%
2 0,09 1% 99%
8 0,04 0% 99%
16 0,04 0% 99%
17 0,04 0% 100%
6 0,01 0% 100%
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Rysunek 5.15: Rzut 6 odmian jabtek na plaszczyzne dwoch pierwszych sktadowych gltéwnych
(U, Us) (MFPCA).

5.2.2 Funkcjonalne zmienne dyskryminacyjne

W Tab. 5.10(gora) zaprezentowano wariancje wyjasnione przez dwie pierwsze zmienne dys-
kryminacyjne w zaleznosci od kryterium informacyjnego i metody wyboru liczby elementow
bazy, a w Tab. 5.10(d6t) odpowiadajaca im liczbe elementéow bazy dla poszczegolnych proce-
sow. Analogicznie jak przy funkcjonalnych sktadowych gtéwnych w prezentowanym przyktadzie
w zmiennych dyskryminacyjnych, wplyw na wyjasnienie wariancji ma metoda wyboru liczby
elementow bazy bez wzgledu na wybrane kryterium informacyjne. Ponownie ograniczymy sie
jedynie do kryterium BIC. W tym przypadku dla zmiennych dyskryminacyjnych optymalna
liczba elementéw bazy B zostala wybrana przy uzyciu metody zwiazanej z dominanta, ktora
pozwala na najlepsze wyjasnienie wariancji przez dwie pierwsze zmienne i wynosi ona 4 dla

procesu Xio i Xog oraz 2 dla pozostatych procesow X;,i =1,...,11,13,...,19,21, 22.
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Tablica 5.10: Wariancje wyjasnione przez dwie pierwsze funkcjonalne zmienne dyskryminacyjne

(gora) oraz liczba elementéow bazy dla poszczegdlnych procesow X;(dot).

Wariancje wyjasnione przez dwie pierwsze zmienne dyskryminacyjne
Kryterium | Metoda A1 A /XN (%) Ao Ao /XN (%) | (M + X)) /EN (%)
min 6,32 x 10 54,21 2,19 x 10 18,79 72,30
max 4,80 x 10° 45,28 2,19 x 10° 20,70 65,98
BIC dominanta | 7,33 x 10 55,08 2,56 x 10 19,25 74,32
srednia 9,56 x 10 54,38 3,52 x 10 19,43 73,81
min 6,32 x 10 54,21 2,19 x 10 18,79 72,30
max 4,80 x 10° 45,28 2,19 x 10° 20,70 65,98
eBIC dominanta | 7,33 x 10 55,08 2,56 x 10 19,25 74,32
Srednia 9,56 x 10 54,38 3,52 x 10 19,43 73,81
min 6,32 x 10 54,21 2,19 x 10 18,79 72,30
ALC max 4,80 x 10° 45,28 2,19 x 10° 20,70 65,98
dominanta | 7,33 x 10 55,08 2,56 x 10 19,25 74,32
srednia 9,56 x 10 54,38 3,52 x 10 19,43 73,81
DC
Kryterium | Metoda Nr procesu X;
11 2134] 56,7810 |11 |12 | 13,14 | 15,16 | 17-19 | 20 | 21,22
min 313113 |31 3 3 313 3 3 3 3 3
BIC max 1171111 1111 | 11 11|11} 11 9 11 (11| 11
dominanta 3 3 3
srednia 3
min 313113 |31 3 3 313 3 3 3 3 3
max 111111 1111 11 1111} 11 9 11 (11| 11
eBIC
dominanta | 3 | 3 | 3 | 3 | 3 3 315 3 3 3 5 3
Srednia ) 3
min 313113 |31 3 3 313 3 3 3 3 3
ALC max 1171111 1111 | 11 11|11} 11 9 11 (11| 11
dominanta | 3 | 3 | 3 | 3 | 3 3 315 3 3 3 5 3
srednia ) 3
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W konstrukeji funkcjonalnych zmiennych dyskryminacyjnych, w poréwnaniu z konstruk-
cja funkcjonalnych sktadowych gtéwnych uwzgledniamy dodatkowo informacje o podziale 120
jabtek na 6 roztacznych odmian (L = 6). Z wektoréow ¢; budujemy estymator B macierzy zmien-
nosci miedzy klasami oraz estymator T macierzy zmienno$ci catkowitej, a nastepnie znajdujemy
niezerowe wartosci wtasne 4, macierzy T _IB oraz odpowiadajace im wektory uy, k = 1,2, 3,4, 5.
Stosunki danej wartosci wlasnej do sumy wszystkich wartosci wlasnych wyrazone sa w procen-
tach na Rys. 5.16. Z Rys. 5.16 wynika, ze 54, 2% zmiennosci catkowitej przypada na pierwsza

funkcjonalng zmienna dyskryminacyjna.

100
|

80
|

Udzial wariancji (w %)
40

]

55.1 19.2 12.2 7.6 5.9

Rysunek 5.16: Udziat wariancji dla poszczegélnych funkcjonalnych zmiennych dyskryminacyj-
nych (MFDC).

W kroku drugim tworzymy wektorowe funkcje wagowe
g (t) = ®(t)uy,
gdzie k = 1,2,3,4,5, oraz odpowiadajace im funkcjonalne zmienne dyskryminacyjne postaci
Up =< (1), X (t) >= w}e.

Wykresy dziewieciu najwiekszych (w sensie pola pod modutem funkcji wagowej) sktadowych
wektorowej funkcji wagowej dla pierwszej i drugiej funkcjonalnej zmiennej dyskryminacyjnej

pokazane sa na Rys. 5.17.
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Rysunek 5.17: Funkcje wagowe dla pierwszej funkcjonalnej zmiennej dyskryminacyjnej U,

(gora). Funkcje wagowe dla drugiej funkcjonalnej zmiennej dyskryminacyjne;j U, (dot).
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W okreslonym punkcie czasowym ¢, im wicksza jest wartos¢ bezwzgledna sktadowej wek-
torowej funkcji wagowej, tym wiekszy jest udzial tej sktadowej w budowie danej funkcjonal-
nej zmiennej dyskryminacyjnej. Z Rys. 5.17 (gora) widzimy, ze w przypadku funkcjonalnych
zmiennych dyskryminacyjnych zadna funkcja wagowa nie dominuje na catym przedziale czaso-
wym tak jak to mialo miejsce w przypadku funkcjonalnych sktadowych gtéwnych. W budowie
pierwszej funkcjonalnej zmiennej dyskryminacyjnej 63% udzialu maja tacznie nastepujace pro-
cesy: wspolezynnik sprezystosci w tescie penetracji (X3), praca potrzebna do przebicia skorki
(X7), praca deformacji I (Xjg), praca deformacji I (X;), deformacje wzgledna odpowiada-
jaca sile Fz (Xi5), deformacje wzgledna odpowiadajaca sile Fz (Xig), sprezystosé (Xi7), de-
formacja odpowiadajaca sile Fr (Xo), wspolczynnik sprezystosci (Xo1). Natomiast w budowie
drugiej funkcjonalnej zmiennej dyskryminacyjnej 62% udzial maja tacznie nastepujace pro-
cesy: wspoOtezynnik sprezystosci w tescie penetracji (Xz), praca potrzebna do przebicia skorki
(X7), twardos¢ I (Xy), praca deformacji II (X;;), deformacje wzgledna odpowiadajaca sile Fz
(X16), sprezystos¢ (Xi7), sita zrywajaca probke (Xig), deformacja odpowiadajaca sile Fr (Xy),
wspotezynnik sprezystosci (Xo;). Warto zauwazy¢, ze udzial zadnego procesu w budowie dwoch
pierwszych funkcjonalnych zmiennych dyskryminacyjnych nie przekracza 10%, co oznacza ze
wickszosé proceséw ma istotny udzial w wyjasnieniu zmiennosci danych pierwotnych przez te
zmienne. Udzial danego procesu pierwotnego X;(t) w budowie pierwszej i drugiej funkcjonalne;
zmiennej dyskryminacyjnej ponownie oszacowaé mozna za pomoca pola pod modutem funkcji
wagowych odpowiadajacych temu procesowi i opisane to zostalo w Rozdziale 2., a wyniki te
zawiera Tab. 5.11, przy czym P, oznacza pole pod krzywa |u;(t)|, a P; dane jest wzorem (2.5).

Wzajemne potozenie 120 jablek uktadzie dwoch pierwszych funkcjonalnych zmiennych dys-
kryminacyjnych (Ul, (72) przedstawione jest na Rys. 5.18. Uktad dwoch pierwszych funkcjonal-
nych szmiennych dyskryminacyjnych zachowuje 74,3% zmiennosci catkowitej. W poréwnaniu
z rzutem na dwie pierwsze funkcjonalne sktadowe gléwne, podziat na 6 jednorodnych grupy
jest tutaj wyraznie widoczny. Wszystkie jabltka dla ktérych pierwsza funkcjonalna zmienna
dyskryminacyjna U; > 15 naleza do gatunku Szampion. Gdy druga funkcjonalna zmienna dys-
kryminacyjna U, > 5, to naleza do gatunku Golden, natomiast jezeli Uy < —6 to mamy do
czynienia z gatunkiem Arlet. Uzywaja dwoch zmiennych dyskryminacyjnych mozemy réwniez
wydzieli¢ trzy pozostale gatunki. A mianowicie, gdy —6,9 < U; < —1,8 oraz —6 < Uy < —1
to obserwacje znajduja w klasie Janogold, za$ gdy —1,8 < U; < 15 oraz —1 < U < 5 to w
klasie Gala. Dla gatunku Gloster zachodza warunki U; < —6 oraz —6,9 < U, < 5, przy czym
jedna obserwacja jako jedyna z wszystkich lezy w sasiednim prostokacie (—6,9 < U; < —1,8
oraz —6 < Uy < —1).
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Tablica 5.11: Pola pod funkcjami wagowymi wu;(¢) dla pierwszej i drugiej funkcjonalnej zmiennej

dyskryminacyjnej.
Funkcje wagowe u;(t) dla pierwszaj funkcjonalnej zmiennej dyskryminacyjnej Uy
i P; P TPy
10 0,68 9% 9%
11 0,64 9% 18%
2 0,55 7% 25%
21 0,55 7% 33%
7 0,51 7% 40%
15 0,48 6% 46%
16 0,43 6% 52%
17 0,41 6% 58%
20 0,4 5% 63%
22 0,37 5% 68%
6 0,34 5% 73%
19 0,34 5% ™%
12 0,29 4% 81%
14 0,29 4% 85%
0,19 3% 88%
0,19 3% 90%
0,17 2% 92%
18 0,17 2% 95%
13 0,15 2% 97%
5 0,12 2% 98%
1 0,06 1% 99%
9 0,06 1% 100%
Funkcje wagowe u;(t) dla drugiej funkcjonalnej zmiennej dyskryminacyjnej Ua
i P; P TP
16 0,42 9% 9%
17 0,41 9% 18%
11 0,39 8% 26%
2 0,31 7% 32%
19 0,3 6% 39%
21 0,3 6% 45%
20 0,29 6% 51%
0,26 6% 57%
0,23 5% 62%
15 0,22 5% 66%
8 0,21 4% 1%
10 0,18 4% 75%
22 0,18 4% 79%
12 0,17 1% 82%
1 0,14 3% 85%
0,14 3% 88%
0,14 3% 91%
14 0,13 3% 94%
5 0,08 2% 96%
13 0,08 2% 97%
6 0,07 1% 99%
18 0,06 1% 100%
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Rysunek 5.18: Rzut 6 odmian jabtek na ptaszczyzne dwoch pierwszych zmiennych dyskrymi-
nacyjnych (U, Uy) (MFDC).

5.2.3 Funkcjonalne zmienne kanoniczne

W przypadku funkcjonalnych zmiennych kanonicznych zaprezentujemy konstrukcje dla dwoch
wielowymiarowych proceséw stochastycznych. Przeprowadzono obliczenia w zakresie wszystkich
par zestawow cech uzyskanych roznymi metodami (tacznie (g) = 10 par). W dalszej czesci zapre-
zentujemy tylko zaleznosci miedzy cechami mierzonymi w metodzie 3 i 1 z uwagi na to, ze pierw-
szy wspotczynnik korelacji kanonicznej dla tej pary byl najwickszy sposrod wszystkich uzyska-
nych. Mianowicie bedziemy badac zaleznosé miedzy procesami
Y(t) = (Xs(t), Xo(t), X10(t), X11(t), X12(t), X13(t))" oraz X (t) = (X1(t), Xa(t), X3(¢))’. W na-
szym przypadku p = 5, a ¢ = 3. Budujemy estymatory macierzy X1, X9 i ¥15, a nastepnie
znajdujemy niezerowe wartoéci wlasne 42 i odpowiadajace im wektory @, macierzy CD oraz
wartoéci wlasne 42 i odpowiadajace im wektory 9, macierzy ]:)é, gdzie C = 21_11212 oraz
D=%,%,5n =S, k=1,..,9.
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0.985 0.897 0.713 0.608 0.509 0.478 0.407 0.345 0.277

Rysunek 5.19: Wspotezynniki korelacji kanonicznych (MFCCA).

W Tab. 5.12 zaprezentowano dwa pierwsze wspotczynniki korelacji oraz odpowiadajaca im
liczbe elementéw bazy B dla poszczegélnych procesow X; w zaleznoséci od kryterium infor-
macyjnego i metody wyboru liczby elementéw bazy. Podobnie jak poprzednio, wspotcznniki
korelacji zlaeza jedynie od metody wyboru liczby elementéw bazy bez wzgledu na wybrane
kryterium informacyjne. Optymalna liczba elementéw bazy B zostala wybrana przy uzyciu
kryterium BIC z metoda zwigzana z dominanta, analogicznie jak przy funkcjonalnych zmien-
nych dyskryminacyjnych, i wynosi ona 4 dla procesu Xjo oraz 2 dla pozostalych procesow
X;,1=1,2,3,8,9,10,11,13.

Wartosci wlasne 4, nazywane korelacjami kanonicznymi, pokazane sa na Rys. 5.12. W

kroku drugim tworzymy wektorowe funkcje wagowe
ug(t) = ®4(t)uy, U(t) = ®o(t)vy,

odpowiadajace procesom Y (t) oraz X (t), gdzie k = 1, ...,;9. Funkcjom tym odpowiadaja funk-
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Tablica 5.12: Dwa pierwsze wspotczynniki korelacji oraz liczba elementéw bazy dla poszczegol-

nych procesow X; CCA

Dwa pierwsze wspotcezynniki korelacji
Kryterium | Metoda p1 P2
min 0,9850 | 0,8983
max 0,9781 | 0,9143
BIC
dominanta | 0,9851 | 0,8970
srednia | 0,9850 | 0,8989
min 0,9850 | 0,8983
max 0,9781 | 0,9143
eBIC
dominanta | 0,9851 | 0,8970
srednia 0,9850 | 0,8989
min 0,9850 | 0,8983
max 0,9781 | 0,9143
AIC
dominanta | 0,9851 | 0,8970
srednia 0,9850 | 0,8989
CCA
Kryterium | Metoda Nr procesu X;
11 2] 3] 8] 9110|1112 |13
min 3131313133 ]3]3]3
max 111111111111 (111111
BIC
dominanta | 3 | 3 | 3 | 3 | 3 | 3| 3
Srednia 315131333 ]5]5]3
min 31313133 ]|3]3
max 1111|1111 y11|11y11
eBIC
dominanta | 3 | 3 | 3 | 3 | 3 | 3| 3
srednia 3151313313553
min 3131313133 ]3]3]3
max 111111111111 (111111
AIC .
dominanta | 3 | 3 | 3 | 3 | 3| 3| 3
Srednia
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cjonalne zmienne kanoniczne postaci
Up =< a,(1),Y(t) >,  Ve=<0(t),X(t) >,

odpowiadajace procesom Y (t) oraz X (t). Wykresy dwoch sktadowych wektorowej funkcji wa-
gowej dla pierwszej i drugiej funkcjonalnej zmiennej kanonicznej proceséw Y (t) oraz X(t) po-
kazane sa na Rys. 5.20 oraz 5.21.

W okreslonym punkcie czasowym ¢, im wicksza jest warto$¢ modutu sktadowej wektoro-
wej funkcji wagowej, tym wiekszy jest wklad tej sktadowej w konstrukcje danej funkcjonalnej
zmiennej kanonicznej. 7Z Rys. 5.21 widzimy, ze na okreslonych przedziatach czasowych naj-
wiekszy (ponad 50%) udzial w budowie zaréwno pierwszej V; jak i drugiej V5 funkcjonalne;j
zmiennej kanonicznej procesu X (t) ma sita penetracji (X;). Ponadto sita penetracji (X;) oraz
wspotezynnik sprezystosci w tescie penetracji (X3) lacznie maja powyzej 80% wktad w bu-
dowe dwoch pierwszych funkcjonalnych zmiennych kanonicznych procesu X (t). Natomiast w
konstrukeji pierwszej jak i drugiej funkcjonalnej zmiennej kanonicznej procesu Y (¢) najwieksze
udzialy maja twardosé¢ II (Xo) oraz praca deformacji I (X0), ktére maja tacznie 69% udzial
w budowie zmiennej U; oraz 72% udzial w budowie zmiennej Us. Nalezy jeszcze zauwazyc,
ze spoistosé (Xio) nie wnosi nic do konstrukeji dwoch pierwszych funkcjonalnych zmiennych
kononicznych obydwu przestrzeni wektorowych. Podobnie jak poprzednio, catkowity udziat po-
szczegolnych procesow X;(t) w strukturze poszczegolnych zmiennych kanonicznych moze byé
oszacowany z uzyciem pola pod modutami funkcji wagowych odpowiadajacych temu procesowi.
Udzialy te dla pierwszej i drugiej funkcjonalnej zmiennej kanonicznej proceséw wektorowych
Y (t) oraz X (t) zawiera Tab. 5.13.

Wzajemne potlozenie 120 jablek w uktadach (Ul,Ug), (\71‘72) oraz (01,171) funkcjonalnych
zmiennych kanonicznych pokazane jest na Rys. 5.22 oraz Rys. 5.23.

Proces wektorowy Y (t) sa to cechy badane w metodzie M3, a proces X (t) to cechy badane
w metodzie M1. Interesowata nas sita zaleznosci pomiedzy tymi dwoma grupami procesow.
Rys. 5.23 pokazuje rzut na plaszczyzne pierwszej pary funkcjonalnych zmiennych kanonicznych
(Ul, ‘71) Wspoélezynnik korelacji p; zwiazany z ta para jest na poziomie 0,98, a wiec obserwacje
leza blisko prostej (y = x). Mozna to interpretowa¢ jako zastepowalno$é grupy proceséw badana
metoda M1 i M3. Oznacza to w praktyce, ze pomiar sze$ciu proceséw mierzonych metoda M3
moze zosta¢ zastapiony trzemi procesami mierzonymi metoda M1. Ponadto uktady (Ul, Ug),
(‘71, ‘72) traktowa¢ mozna jako uktady dwoch pierwszych funkcjonalnych sktadowych gtéwnych
dla wektorowych procesow Y (t) oraz X (t) odpowiednio.
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Rysunek 5.20: Funkcje wagowe dla pierwszej funkcjonalnej zmiennej kanonicznej U, (gora).

Funkcje wagowe dla drugiej funkcjonalnej zmiennej kanoniczne;j U, (dot).
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Rysunek 5.21: Funkcje wagowe dla pierwszej funkcjonalnej zmiennej kanonicznej Vi (gora).

Funkcje wagowe dla drugiej funkcjonalnej zmiennej kanoniczne;j Vs (dot).
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Tablica 5.13: Pola pod funkcjami wagowymi () dla pierwszej i drugiej funkcjonalnej zmiennej

kanoniczne;j.

Funkcje wagowe dla pierwsza funkcjonalnej zmiennej kanonicznej V;

i P P P

1 0,06 51% 51%

2 0,048 41% 92%

3 0,009 8% 100%
Funkcje wagowe dla drugiej funkcjonalnej zmiennej kanonicznej V5

i P, E; ]

1 0,22 59% 59%

2 0,096 26% 84%

3 0,059 16% 100%

Funkcje wagowe dla pierwsza funkcjonalnej zmiennej

kanonicznej U

i b, by xb;
10 0,06 46% 46%
9 0,03 23% 69%
8 0,02 15% 85%
11 0,01 8% 92%
13 0,01 8% 100%
12 0 0% 100%
Funkcje wagowe dla drugiej funkcjonalnej zmiennej kanonicznej U,
i b, i Py
10 0,11 38% 38%
9 0,1 34% 2%
11 0,04 14% 86%
13 0,02 ™% 93%
8 0,02 ™% 100%
12 0 0% 100%
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Rysunek 5.22: Rzut 6 odmian jabtek na ptaszczyzne dwoch pierwszych funkcjonalnych zmien-
nych kononicznych (Uy,Us) przestrzeni Y(t) (gora) oraz (Vi,Vh) przestrzeni X (t) (dot)
(MFCCA).
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Rysunek 5.23: Rzut 6 odmian jabtek na ptaszczyzne dwoch pierwszych funkcjonalnych zmien-
nych kononicznych (Uy, V;) (MFCCA).
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